ROZDZIAL 3

Metody minimalizacji r6zniczkowalnej
bez ograniczen

Gdy wszyscy myslg jednakowo, nikt nie mysli naprawde.

Platon

3.1 Ogdlna postaé¢ metod minimalizacji

Przejdziemy teraz do gléwnego przedmiotu programowania matematycznego, czyli do metod
wyznaczania minimum funkcji. Bedzie przy tym chodzilo zaréwno o wyznaczenie wartos$ci min-
imalnej funkcji celu jak i o wyznaczenie jej minimizera. Podobnie jak przy wyznaczaniu miejsc
zerowych funkcji, w ogélnym przypadku nie mozemy oczekiwaé wzoru na to minimum. Nie
mozemy rowniez oczekiwac tego, ze uda nam si¢ wyliczy¢ dokladng warto$¢ minimalna i doktadny
minimizer. Najczesciej bedziemy musieli zadowoli¢ si¢ pewnymi ich przyblizeniami. Niezaleznie
od tego, jak dobre maja byt te przyblizenia, istotne jest to, aby otrzymac je w wyniku skonc-
zonego ciggu operacji arytmetycznych. Konstrukcje tych wlasnie ciggéw operacji arytmetycznych
powstaja w oparciu o tzw. metody minimalizacji. Maja one najczesciej postaé pewnych pro-
cedur podanych w postaci schematéw iteracyjnych lub inaczej algorytmoéw generujacych ciagi
kolejnych przyblizen rozwigzania.

Definicja 3.1.1 Pod pojeciem algorytmu rozumiemy proces iteracyjny utworzony przez ciag
tzw. odwzorowan algorytmicznych A, : X — 2%, gdzie X C R" i przez obszar startowy
A; C X. Dla danego punktu startowego x; € Ay algorytm generuje ciag kolejnych punktéw
x, € X speliajacych zalezno$¢ rekurencyjng,

Th+1 € Ak(l’k).
Jesli A, = Adlak = 1,2, ..., to méwimy, ze ciag odwzorowan algorytmicznych jest autonomiczny

Uwaga 3.1.2

(a) W wielu podrecznikach definicja algorytmu jest wezsza, niz podana wyzej (por. [BKS82,
KS92, SB87]). Przez algorytm rozumie si¢ tam procedure iteracyjna, ktéra jednoznacznie
okreSla cigg punktéw. W tej sytuacji odwzorowanie algorytmiczne jest funkcjg Ay : X —
X natomiast obszar startowy redukuje si¢ do pojedynczego punktu startowego.
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(b) Odwzorowanie algorytmiczne podane jest najczeSciej w postaci wzoru lub skonczonego
ciagu wzorow. Wzory te podane sg jako skonczone ciagi operacji arytmetycznych. Moze
sie jednak zdarzyc, ze odwzorowanie algorytmiczne jest wynikiem nieskonczonego ciggu
takich operacji. Sytuacja taka powstaje na przyklad wéwczas, gdy we wzorze okreslajacym
to odwzorowanie figuruje funkcja zdefiniowana w postaci nieskonczonego ciggu operacji
arytmetycznych (np. funkcja sin) badz pochodna funkcji. W praktycznych obliczeniach
odwzorowanie algorytmiczne zastepuje w takich przypadkach si¢ jego przyblizeniem, np.
sume nieskonczonego szeregu zastepuje sie jego suma czeSciows, za$ pochodna zastepuje
sie pewnym ilorazem réznicowym.

(c) Algorytmy (metody) konstruuje si¢ najczeSciej w celu wygenerowania ciagu przyblizen
zbieznego do rozwigzania okreslonego problemu. Jesli zbiezno$¢ taka zachodzi dla kazdego
ciagu generowanego przez ten algorytm, to méwimy, ze algorytm (metoda) jest zbiezny
globalnie do rozwigzania. Moze sie jednak zdarzy¢, ze zbiezno§¢ do rozwigzania zachodzi
dla pewnego zestawu parametréw okreslajacych odwzorowania algorytmiczne, badz dla
punktow startowych lezacych odpowiednio blisko rozwigzania. W ostatnim przypadku
mowimy, ze algorytm (metoda) jest zbiezny lokalnie.

Metody minimalizacji rézniczkowalnej maja swoj specyficzny charakter. Przy ich konstrukeji
zaktada si¢ bowiem, ze dla dowolnego punktu z € R™ bedacego pewnym przyblizeniem rozwigza-
nia zadania minimalizacji funkcji f, dysponujemy procedura, ktéra jest w stanie wyliczy¢ doktadng
wartos¢ funkcji f(z) i doktadny gradient V f () (czasem réwniez doktadny hesjan V2 f(z)). Pro-
cedura ta nazywa sie czasem wyroczniq (ang. oracle). Metody minimalizacji rézniczkowalnej
konstruowane sg najczesciej zgodnie z nastepujacym schematem.
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Rysunek 1. Schemat metod minimalizacji rézniczkowalne;j

W dalszej czeci interesowac nas bedzie gléwnie blok A powyzszego schematu. Niemniej jed-
nak nalezy mie¢ $wiadomos¢ w jaki sposéb jest on whudowany w calo$¢ zagadnienia optymaliza-
cji. W szczegdlnosci, konstruujac jakikolwiek algorytm minimalizacji, nalezy pamietac o tym, ze
najbardziej kosztochlonnymi operacjami w caltym schemacie sa wyznaczenie wartosci funkcji, gra-
dientu i ewentualnie hesjanu dla zadanego przyblizenia rozwiazania problemu. Nalezy w zwigzku
z tym preferowa¢ metody, co do ktérych mozna sie spodziewaé, ze niezbyt czesto beda wymagaé
obliczenia tych wartosci. Poniewaz czesto funkcja f nie jest podana explicite, mniejsze znaczenie
majg metody, w ktérych funkcja badana jest ”analitycznie”. W dalszej czesci zakladamy, ze dys-
ponujemy jedynie procedura (wyrocznig), ktéra dla zadanego argumentu = pozwala wyznaczy¢
dokladng warto$¢ funkcji f(z) i doktadny gradient V f(x) (lub ewentualnie dodatkowo hesjan
V2 f(2)).

W metodach przedstawionych w dalszej czesci rozdzialu wyznaczenie nowego przyblizenia
Tj41 rozwiazania (41 € Ag(xy)) polega na:

1° okregleniu kierunku poszukiwan sy,

20 okreglenie diugosci kroku ty, > 0 - czest te nazywamy minimalizacjq kierunkowq (ang. line
search)

3% wyznaczenie nowego przyblizenia ;1 rozwigzania zgodnie ze wzorem
Sk
Tyl = T + tkm
k

Po przeskalowaniu wielkoSci ¢ otrzymamy wzér rownowazny:

Tht1 = Tk + tkSk. (31)



98 ROZDZIAL 3. METODY MINIMALIZACJI ROZNICZKOWALNEJ BEZ OGRANICZEN

W dalszej czeSci bedziemy gléwnie stosowacdrugi z ostatnich dwéch wzorow, w ktérym ¢
bedziemy réwniez nazywac — cho¢ tutaj w sposéb nie do kofica uprawniony — dlugoscig kroku.

Wsréd metod minimalizacji rézniczkowalnej wyrézniamy metody spadku, tj. takie dla ktérych
sV f(zx) < 0. Korzystajac z definicji rézniczkowalno$ci nietrudno pokaza¢, ze w tym przypadku
kierunek s; jest kierunkiem spadku. Przypomnijmy, ze funkcja ¢ : R — R zdefiniowana réwnos-
cig q(t) = f(xx + tsg) okresla zachowanie funkcji f wzdluz prostej o réwnaniu = = x + tsy
(poréwnaj ustep 1.5.2). Dla funkcji tej zachodza réwnoéci wiec ¢/(t) = stV f(xy + tsi) oraz
q"(t) = stV f(w + tsg)sk, w szczegdlnodci ¢ (0) = sEV f(x,) oraz ¢"(0) = sENV? f(xy,) sk

Uwaga 3.1.3 Jesli H jest macierzg dodatnio okreslona, to wektor
s=—HVf(z)

jest kierunkiem spadku funkcji f w punkcie x o ile V f(z) # 0. Fakt ten wynika prosto z definicji
macierzy dodatnio okre§lonej i z uwagi 1.5.26.

Metody minimalizacji kierunkowej dzielimy na:

e metody doktadnej minimalizacyi kierunkowey, tj. takie w ktérych diugosc kroku t, wyz-
nacza sie zgodnie ze wzorem

tr, = argmin{ f(xy + tsi) : t > 0},
o ile oczywiscie takie minimum istnieje.

e metody przyblizonej minimalizacyi kierunkowej. Celem tych metod jest nie tyle wyznacze-
nie przyblizonego minimum funkcji f w kierunku s, co zapewnienie wystarczajacego
spadku funkcji w tym kierunku. Wéréd metod tych wyrézniamy metody bezgradientowe
(m.in. bisekcji, zlotego podziatu, ciagéw Fibonacci’ego) i gradientowe, w ktérych stosowane
sg miedzy innymi bisekcja, interpolacja kwadratowa, interpolacji szeScienna, ekstrapolacja
kwadratowa. Metody przyblizonej minimalizacji kierunkowej beda oméwione dokladniej w
kolejnym ustepie.

Uwaga 3.1.4 Jesli dlugo§c kroku ¢, zostata wyznaczona metoda doktadnej minimalizacji kierunk-
owej, to ¢'(tx) = 0, czyli sV f(zg41) = 0.

Uwaga 3.1.5 Poniewaz funkcja celu moze przyjmowac¢ skomplikowang postaé, stosowanie doktad-
nej minimalizacji kierunkowej jest ograniczone. Jedynie dla nielicznych funkcji celu mozna podac
doktadny wzoér na dtugosc kroku realizujacego doktadne minimum w zadanym kierunku s € R".
Waznym przyktadem takiej funkcji jest funkcja kwadratowa f : R™ — R, f(z) = %J}TAJI-H)TZE-FC,
gdzie A jest macierza symetryczna. Przyjmujac oznaczenie q(t) = f(Z +ts) otrzymamy wéwczas
q(t) = s"Vf(T+ts) =sT (AT +ts)+b)iq"(t) =sTV?f(T+1ts)s = sT As. Jesli wiec s”As > 0,
co ma miejsce na przyktad dla dodatnio okre$lonej macierzy A , to nietrudno zauwazy¢, ze dla

sT(Az + b)

T=—
sT As

mamy ¢'(7) = 01 ¢"(7) > 0. Poniewaz ¢ jest funkcjg kwadratowa, wiec dla dodatnio okre§lonej
macierzy A osiaga o na swoje minimum globalne w punkcie 7 (¢ jest wéwczas funkcja mocno
wypukta). Jesli ponadto ¢'(0) = sT(Az +b) = sTVf(Z) < 0, co ma miejsce w przypadku
stosowania metody spadku, to oczywiscie 7 > 0 i dla x = x; i s = s, wielkos¢ 7 jest dlugoScia
kroku dla doktadnej minimalizacji kierunkowe;.
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3.1.1 Kryteria zatrzymania

W metodach minimalizacji, w przypadku stosowania bezwzglednej tolerancji optymalnoscie > 0,
najczesciej stosuje sie nastepujace kryteria zatrzymania:

o flep)—f*<e (w przypadku, gdy znana jest warto$¢ minimalna funkcji f* = mingern f(2);
kryterium to stosuje sie czasem przy testowaniu danej metody dla znanych funkcji testu-
jacych),

o ||lv,—a* <e (niestosowalne bezpo$rednio z powodu nieznajomosci rozwiazania opty-

malnego z*; kryterium to stosuje sie czasem przy testowaniu danej metody dla znanych
funkcji testujacych),

llgr|| < e (i hesjan G, dodatnio okreslony),

flzg) — fzra1) < € (ewentualnie dla kilku kolejnych k; kryterium to stosuje sie w
przypadku, gdy oczekujemy szybkiej zbieznosci),

|Tprr —xkl| < e (ewentualnie dla kilku kolejnych k; kryterium to stosuje si¢ w przy-
padku, gdy oczekujemy szybkiej zbieznosci),

fe—1, <e gdzie f, i /. sa odpowiednio gérnym i dolnym oszacowaniem wartoSci

optymalnej f*; najczgéciej przyjmuje si¢ f), = minj<;<x f(z;).

W przypadku stosowania wzglednej tolerancji optymalnosci € > 0 kryteria powyzsze nalezy
odpowiednio zmodyfikowac, zastepujac bledy bezwzgledne przyblizen ich btedami wzglednymi.

Przyktadowo, ostatnie z podanych wyzej kryteriow nalezy zastapi¢ przez Tudy <eoile f*#0.

7]
Czasem stosuje sie réwniez kryterium {gfik‘ < g, ktore jest bardziej odporne na przypadek
<k
fr=0.
Uwaga 3.1.6 W powyzszych kryteriach norma || - || powinna by¢ dostosowana do konkretnego

problemu. Rézne wspélrzedne x; wektora z moga bowiem oznacza¢ rézne wielkosci i norma
wektora x powinna uwzglednia¢ ich skalowanie.

3.1.2 Typy zbieznosci

Zbieznos¢ ciggu kolejnych przyblizen do rozwiazania problemu minimalizacji moze by¢ szybsza
lub wolniejsza. Stosujac jakakolwiek metode minimalizacji jesteSmy oczywiScie zainteresowani,
aby ciag kolejnych przyblizen byl w miare szybko zbiezny do rozwigzania. Dana metoda min-
imalizacji generujaca ciag kolejnych przyblizen (z;) do rozwiazania z* jest wiec tym lepsza,
im szybciej ciag (||zr — x*||) jest zbiezny do zera. Podamy teraz klasyfikacje typéw zbieznosci
stosowang w metodach minimalizacji. W klasyfikacji tej istotne bedzie poréwnanie odleglosci
kolejnego przyblizenia od rozwigzania z odlegloscia biezacego przyblizenia od tego rozwigzania.
Poréwnanie to mozna opisa¢ nieréwnoscia,

[2pen = %) < exllor — 277, (3:2)

gdzie ¢ > 0, k € N. Oczywiscie, bez szkody dla ogdlnosci rozwazan, mozemy przyjac, ze xy # x*
dla wszystkich k£ > 1.

Definicja 3.1.7 Niech ciag () elementéw przestrzeni R™ bedzie zbiezny do z* € R". Méwimy,
ze zbieznoS¢ ta jest:



100ROZDZIAL 3. METODY MINIMALIZACJI ROZNICZKOWALNEJ BEZ OGRANICZEN

(a) liniowa lub geometryczna, jesli istnieje nieujemny ciag ograniczony (cx) majacy wszystkie
punkty skupienia w przedziale (0, 1), taki ze dla kazdego k& > 1 zachodzi nier6wnos¢ (3.2)
dla p =1;

(b) szybsza od liniowej, jedli istnieje nieujemny ciag (cx) zbiezny do zera, taki ze dla kazdego
k > 1 zachodzi nieréwno$¢ (3.2) dla p = 1;

(¢) kwadratowa, jeSli istnieje nieujemny ciag ograniczony (ci), taki ze dla kazdego k > 1
zachodzi nieréwnos¢ (3.2) dla p = 2.

Uwaga 3.1.8 Réwnowazna definicje zbieznoéci liniowej otrzymamy przyjmujac w (a), ze ciag
¢ jest staly, ¢ = ¢ € (0,1) i ze nier6wnos¢ (3.2) zachodzi dla prawie wszystkich & € N.

(Bl |

-—") jest zbiezny. Mozna wéwczas méwié, ze zbieznost ciagu
ek —z*[|P ’

Przypu$tmy teraz, ze ciag (
(x) jest rzedu p jeSli

lim sup lrer — 27} =c>0.
A e
W tym przypadku zbiezno$¢ ta jest: liniowa, gdy p = 11 ¢ € (0,1), szybsza od liniowej, gdy
p =11ic =0, kwadratowa, gdy p = 2. Jedli natomiast dla ciag (zx) zbieznego do z* zachodzi
réwnose .
lim sup |2h1 — 27| —1,
koo e — o

to méwimy, ze zbieznoS¢ ta jest wolniejsza od liniowe.

Uwaga 3.1.9 W przypadku, gdy ciag kolejnych przyblizen (z;) jest generowany przez pewien
algorytm, to typy zbieznosci tego ciggu przenosza si¢ na ten algorytm. Na przyklad méwimy,
ze algorytm jest zbiezny liniowo, jesli dowolny ciagg generowany przez ten algorytm jest zbiezny
liniowo. Zbiezno$¢ algorytmu jest wiec wolniejsza od liniowej, jesli przynajmniej jeden z gen-
erowanych przez niego ciagéw jest zbiezny wolniej niz liniowo. Algorytmy zbiezne wolniej niz
liniowo sg najczesciej malo przydatne z praktycznego punktu widzenia.

Uwaga 3.1.10 Typ zbieznoSci nie zalezy od przyjetej normy || - ||, gdyz wszystkie normy w R”
sg sobie réwnowazne.

Uwaga 3.1.11 Jesli zbieznos¢ ciagu (xy) jest kwadratowa, to jest ona réwniez szybsza od lin-
iowej. JesSli z kolei zbiezno$¢ ciagu (zy) jest szybsza od liniowej, to (przynajmniej zgodnie z
definicja 3.1.7) zbieznos¢ ta jest réwniez liniowa. 7 punktu widzenia metod minimalizacji na-
jkorzystniejsza wydaje si¢ wiec zbiezno§¢ kwadratowa. Przy praktycznej realizacji algorytmoéw
zbieznos¢ te mozna zaobserwowac, gdy po wykonaniu pewnej liczby iteracji odlegto$¢ kolejnego
przyblizenia od rozwigzania tak szybko maleje do zera, ze liczba zer po przecinku (cyfr znacza-
cych) dla tej odleglosci podwaja sie z kazda iteracja. Widaé to na przykladzie tzw. metody
Newtona zastosowanej do minimalizacji funkcji f : R? — R, f(x) = 2} + 4,20 + (1 + 22)% i dla
punktu startowego x; = (%, —1). Odlegtosci kolejnych przyblizen od rozwiazania przedstawione
w tabeli 1.

[E] Jlm - ]
0, 7071067811865
0, 6480000000000
0,0752533710623
0,0015587238433
0,0000007181500

0, 0000000000002
Tabela 1

S Tk~ W N | &
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Z kolei, jesli zbieznoS¢ jest liniowa, to w praktyce wyraza sie to tym, ze odlegtoS¢ ||z — x*||
maleje do zera w takim tempie, ze kolejne zera po przecinku otrzymuje sic w mniej wiecej tej
samej liczbie iteracji. Przykiad takiej zbieznoSci przedstawiono w tabeli 2.

[ F] lao -2t |

T[] 80,00000000
15 | 0,78192425
22 || 000877470
31 || 0,00005440
41 || 0,00000082
47 || 0,00000001

Tabela 2

Natomiast w tabeli 3. przedstawiono przyklad zbieznoSci wolniejszej od liniowe;.

L % [ llze—a]
I
10 | 0,1
100 || 0,01
1000 || 0,0001
10000 || 0,00001
100000 || 0,000001

Tabela 3

Jak juz wspomnieliSmy w poprzednim ustepie,w praktyce trudno jest stosowa¢ kryterium
zatrzymania postaci ||z — 2*|| < &, gdyz najczesciej nie znamy rozwiazania z* problemu min-
imalizacji. Je§li natomiast wiemy, ze zbiezno§¢ jest szybsza od liniowej, to mozemy woéwczas
zastosowaé kryterium zatrzymania postaci ||z — k|| < . Zachodzi bowiem nastepujacy
lemat, ktérego prosty dowéd pozostawiamy czytelnikowi.

lzpt1—zell 1

Lemat 3.1.12 Jesli ciag (xy) jest zbiezny do x* szybciej niz liniowo, to limy, e =
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3.2 Minimalizacja kierunkowa

Zblizajgc sie do prawdy oddalamy sie od rzeczywistoSci

S. J. Lec

Przedmiotem tego rozdzialu bedzie minimalizacja kierunkowa dla metod spadku, tj. takich,

w ktorych w kolejnych iteracjach niezerowy gradient g i kierunek poszukiwan s, spelniaja
nieré6wnosc

sigr < 0. (3.3)

Przypomnijmy, ze minimalizacja kierunkowa polega na doborze dlugosci kroku ¢, > 0, ktéry

zapewnia wystarczajacy spadek wartosci funkcji f w kierunku poszukiwan s,. Podstawowym,

oczywistym zadaniem nakladanym na ¢; jest wiec zapewnienie spadku, czyli spelnienie warunku

f(rea) = flaon + tesk) < f(an).

7 rézniczkowalnosci funkeji f wynika, ze istnieje wielko$¢ ¢, > 0 speliajaca powyzszy warunek.
Okre$lmy funkcje ¢ : R, — R nastepujaco:

q(t) = f(zg + tsp).

Oczywiscie ¢'(t) = sFV f(xy + tsg), w szczegdlnosci ¢'(0) = sigr < 0. Nalozone wyzej za-
danie oznacza, ze q(tx) < ¢(0). Bedziemy zadaé jednak wiecej: metoda minimalizacji kierunk-
owej powinna zapewni¢ ”wystarczajacy” spadek wartosci funkcji. Najwiekszy spadek wartosci
funkcji celu otrzymamy oczywiscie stosujac dokladna minimalizacje kierunkowa. Stosowanie jej
jest jednak ograniczone. Pamigtajmy bowiem, ze dysponujemy jedynie mozliwoSciag wyznaczenia
w kazdym punkcie z warto$ci funkcji f(z) i gradientu V f(z) (i ewentualnie hesjanu V f?(z)).
W metodach minimalizacji kierunkowej musimy wiec znalez¢é kompromis miedzy dwoma celami:
z jednej strony zapewnienie mozliwie duzego spadku wartoSci funkcji, z drugiej za$§ zakoncze-
nie procedury minimalizacji kierunkowej przy mozliwie najmniejszej liczbie wyznaczen funkcji i
gradientu, gdyz do procedury tej odwolujemy si¢ w kazdej iteracji metody spadku. Dlatego tez
duza uwage musimy zwrdéci¢ na kryterium zatrzymania w tej procedurze. Kryterium to najczes-
ciej nie ma prostej postaci "tak-nie”. Dla danej funkcji f : R — R, biezacego przyblizenia
T = x € R", danego spadkowego kierunku poszukiwan s = s, € R" i podanej dtugosci kroku ¢
kryterium to ma najczesciej postac pewnego testu skladajacego sie z trzech czeSci:

(O) dlugosci kroku ¢ jest odpowiednia i algorytm minimalizacji kierunkowej zatrzymuje sie,
(R) dlugosci kroku t jest za duza i nalezy ja zmniejszy¢ (test prawostronny),

(L) dlugosci kroku t jest za mala i nalezy ja zwigkszy¢ (test lewostronny).

Metody minimalizacyi kierunkowej realizowane sa w postaci procedur iteracyjnych, ktérych
0g6lny schemat przedstawiono ponizej.

Schemat iteracyjny 3.2.1 (ogélna posta¢ minimalizacji kierunkowej)

Wejscie: © € R" — biezace przyblizenie rozwigzania, s € R" — kierunek poszukiwan, ¢ > 0 — prébkowa
dhugosé kroku (mozna ewentualnie okre§li¢ inne parametry).

Wyjscie: t > 0 — dlugos¢ kroku
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Krok 0. (Inicjalizacja) Okresli¢ konce ty, tg przedziatu, ktérym bedzie poszukiwana diugosé kroku
(na przyklad polozy¢ t, = 0, tg = +00).

Krok 1. Przetestowac wielko$¢ ¢.

(a) Jesli zachodzi (O), to algorytm zatrzymuje sie (biezacej wartosci ¢ nalezy wéwczas
uzyt w celu wyznaczenia wyznaczenia kolejnego przyblizenia rozwigzania w gtéwne;j
procedurze minimalizacyjnej).

(b) Jesli zachodzi (R), to polozy¢ tg =t i przejs¢ do kroku 2.
(c) W przypadku (L) polozy¢ ¢, =t i przejs¢ do kroku 2.

Krok 2. Zgodnie z odpowiednia procedurg (interpolacyjna lub ekstrapolacyjna) wybra¢ nowa wartosc
t € (tr,tg) i przejscdo kroku 1.

Uwaga 3.2.2 W przypadku, gdy tp < +oo wyboru wielkoSci ¢ w kroku 2. schematu iter-
acyjnego 3.2.1 dokonuje si¢ zgodnie z zasadami interpolacji, jeSli za§ tg = +00 — zgodnie z
zasadami ekstrapolacji. Nietrudno zauwazy¢, ze t; jest niemalejace za$ t nierosngce wzgledem
licznika iteracji tego schematu.

Uwaga 3.2.3 Na razie nie zostal podany ani sposéb, w ktéry nalezy wybra¢ prébkows diugosc
kroku ¢, ani posta¢ kryterium zatrzymania (testéw (O), (R), (L)), ani tez metoda, zgodnie z
ktora nalezy wybra¢ t € (tr,tr),w kroku 2. schematu iteracyjnego 3.2.1. W dalszej czeSci
tego ustepu podajemy kilka takich kryteriéw i kilka metod wyboru dtugosci kroku ¢ € (tr,tg),
ktére wraz z odpowiednim wyborem kierunku s; w gtéwnej procedurze minimalizacji zapewniaja
zbieznosc dla szerokiej klasy metod spadkowych.

3.2.1 Wymagania stawiane algorytmowi minimalizacji kierunkowej

Konkretna realizacja schematu iteracyjnego 3.2.1 powinna by¢ tak skonstruowana, aby po wyko-
naniu skonczenie wielu iteracji wyznaczona wartoS¢ t spehliata test (O). W tym przypadku
moéwimy, ze odpowiedni algorytm jest dobrze okreslony (implementowalny). Aby to zapewnic,
powinien on speiia¢ nastepujace warunki:

(wl) Jesli algorytm prowadzi do nieskonczenie wielu ekstrapolacji, to

t;, — 4o00.

(w2) Jesli algorytm prowadzi do nieskoficzenie wielu interpolacji, to

tR—tL—>O.

(w3) Dla wystarczajaco duzych ¢ nie moze zajs¢ (L).
(wd) Jedli tg — t jest wystarczajaco mate, to (O) zachodzi dla wszystkich ¢ € (t,tg).

Ponadto, zgodnie z tym co méwiliSmy na poczatku tego ustepu, metoda minimalizacji kierunk-
owej (wybor w schemacie iteracyjnym 3.2.1 wielkoéci ¢ spetiajacej test (O)) powinna zapewniaé
wystarczajacy spadek wartosci funkcji celu. Przede wszystkim powinien byt wiec spemiony
warunek f(zpy1) < f(xr), czyli dla wielkoSci t speliajacej test (O) powinna zaj$¢é nieréwnoSé
q(t) < q(0). Ponizej podajemy przyklad kryterium zatrzymania nie posiadajacego tej wlasnoSci.
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Przyklad 3.2.4 Rozpatrzmy nastepujace "naiwne” kryterium zatrzymania:

(0) ¢(t) = 0
(L) ¢'(t) <
(R) ¢ ()>0
Z

astosujmy je do funkcji q(t) =t — 2sint

Rysunek 2. Naiwne kryterium zatrzymania

Dlat = %71’ zachodzi warunek (O) w omawianym kryterium (patrz rysunek 2.). Przyjmujac
tr, = t otrzymamy f(xpy1) > f(x) wbrew weze$niejszemu zadaniu. Na tym przykladzie widzimy
wiec nieefektywno$¢ tego kryterium. Ponadto kryterium to ma jeszcze inng wade. Nie spehia
ono bowiem warunku (w4).

Samo zmniejszanie sie¢ wartoSci funkcji celu w kolejnych iteracjach jest za malym wyma-
ganiem. Aby to zauwazy¢, wystarczy rozpatrzy¢ funkcje f : R — R, f(z) = 2? i przyja¢ punkt
startowy o1 =3 oraz s, = —1it, =27% k=1,2, ...

Definicja 3.2.5 Niech f : R® — R bedzie klasy C1, 7,s € R" beda takie, ze sTV f(Z) < 0 (s
jest kierunkiem spadku funkcji f w punkcie z) i niech implementowalna metoda minimalizacji
kierunkowej prowadzi do wyboru wielkosci t > 0. Metoda ta nazywa sie efektywna, jesli istnieje
stala o > 0 (niezalezna od T i od s) taka, ze

f(z+ts) < f(z)—a <%)2

Zobaczymy pézniej, ze efektywna metoda minimalizacji kierunkowej przy odpowiednim wyborze
kierunku poszukiwan zapewni przynajmniej stacjonarnoSc¢ kazdego punktu skupienia ciggu kole-
jnych przyblizen otrzymanego w wyniku realizacji metody spadkowej. Zobaczymy tez, ze metody
minimalizacji kierunkowej, ktére wprowadzimy w dalszej czeSci tego ustepu beda efektywne.

Uwaga 3.2.6 Wyjasnimy teraz dlaczego w metodach minimalizacji kierunkowej powinnismy
dazyt raczej do mniejszej liczby wyznaczen warto$ci funkcji i gradientu anizeli do znacznego
zmniejszenia wartosci funkcji. Z przedstawionej na poczatku tego ustepu ogdlnej postaci metod
minimalizacji (schemat iteracyjny 3.2.1) wynika, ze czas T" wykonywania pojedynczej iteracji
gléwnego algorytmu przedstawia sie¢ wzorem T = T’y + [Tz, gdzie [ jest $rednig liczba wyznaczen
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wartoSci funkcji/gradientu, T4y — czasem potrzebnym na wyznaczenie kierunku poszukiwan, za$
Tp — czasem potrzebnym na wyznaczenie wartosci funkcji/gradientu. Z praktyki wiadomo, ze
Tp > T4 (czesto przyjmuje sie, ze Tp ~ 10T4). Widzimy wiec, ze na laczny czas obliczen
najwigkszy wpltyw ma liczba wyznaczen wartoSci funkcji/gradientu. PowinniSémy zatem przy
konstrukeji procedury minimalizacji kierunkowej dazy¢ do odpowiedniego kompromisu miedzy
szybkim zakonczeniem procedury a duzym spadkiem wartosci funkcji.

3.2.2 Testy prawo- i lewostronne

Zanim przejdziemy do sformutowania konkretnych kryteriéw zatrzymania w metodach minimal-
izacji kierunkowej, podamy przyklady testéw prawostronnych i lewostronnych.

Test prawostronny Goldsteina
e Niech m € (0,1). Dhugo$¢ kroku ¢ jest za duza jesli
q(t) > q(0) + mtq'(0) (r1)

lub inaczej
f(x) > f(xr) + mts) ge.

Na rysunku 3. przedstawiono wykres przykltadowej funkcji ¢ i dla przykladowej stalej m €
(0, 1) zaznaczono zbiér wartosci ¢ spelniajacych warunek (rl) w teécie prawostronnym Goldsteina.

Rysunek 3. Test prawostronny Goldsteina

Cwiczenie 3.2.7 Pokazac, ze jesli q jest funkcja kwadratows osiggajaca minimum w t*, to

() = 4(0) + 3¢ (0).

W oparciu o te wlasno$¢ uzasadni¢, dlaczego w teécie (rl) korzystnie jest przyjaé m < %
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Test lewostronny (Goldsteina

e Niech m € (0,1) bedzie stala wystepujaca w teScie prawostronnym Goldsteina i niech stala
m’ bedzie taka, ze m < m' < 1. Wowczas dlugoéc kroku t jest za mata, jesli

q(t) < q(0) +m'tq (0) (11)

lub inaczej
fx) < flax) +m'tsy gr.

Na rysunku 4. przedstawiono wykres przyktadowej funkcji ¢ i dla przykladowej stalej m' €
(0,1) zaznaczono zbiér wartoSci ¢ spelniajacych warunek (11) w teScie lewostronnym Goldsteina.

Rysunek 4. Test lewostronny
Goldsteina

Test lewostronny Wolfe’a

e Niech m € (0,1) bedzie stala wystepujaca w tescie prawostronnym Goldsteina-Price’a i
niech stala m' bedzie taka, ze m < m’ < 1. Woéwczas dlugo$é kroku ¢ jest za mala, jesli

q'(t) <m'q(0), (12)

\W% tym tescie wymagane jest dodatkowo wyznaczenie gradientu
V f(zr+tsg). Nalezy jednak w tym miejscu podkresli¢, ze test ten w praktyce moze zachowywaé
si¢ bardzo niestabilnie. W sytuacji, gdy przyblizenie xj; jest juz bardzo bliskie rozwigzania x*,
gradient V f(z5) ma norme bliska zera. Je§li kierunek poszukiwan s; ma réwniez malg norme
(co ma réwniez miejsce w poblizu rozwiagzania), to zgodnie z nieréwnosciag Schwarza mamy

17O = |55 V()] < llsill - V£ ()]l

Je$li wiec obie normy po prawej stronie tej nieréwnosci sa rzedu 1072, to oczywiscie |¢'(0)] <
10715, Podobne oszacowanie zajdzie dla |¢/(t)|. Poréwnywanie tak matych wielko$ci moze
prowadzi¢ do istotnych zaburzen w trakcie obliczeni numerycznych. Dlatego test ten mozna
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bezpiecznie stosowaé w sytuacjach gdy wielko$¢ ||V f(xy)|| nie osiagneta jeszcze odpowiednio
malej wartoSci.

Na rysunku 5. przedstawiono wykres przykladowej funkcji ¢ i dla przykladowej stalej m’ €
(0,1) zaznaczono zbiér wartoSci t speliajacych warunek (12) w tescie lewostronnym Wolfe’a.

Rysunek 5. Test lewostronny Wolfe’a

Cwiczenie 3.2.8 Pokazaé, ze jeli funkcja ¢ jest ograniczona z dotu na przedziale (0, 400), to
testy (rl), (11) i (12) sa spemione dla pewnych wartosci ¢ > 0.

Test prawostronny Wolfe’a

Niech m € (0,1) bedzie stala wystepujaca w tescie prawostronnym Goldsteina i niech stata m’
bedzie taka, ze m < m’ < 1. Wéwczas dtugos$é kroku ¢ jest za duza, jesli zachodzi (rl) lub

q'(t) > —m'q (0), (r2)

Na rysunku 6. przedstawiono wykres przyktadowej funkcji ¢ i dla przykladowej stalej m’ €
(0,1) zaznaczono zbiér wartodci t speliajacych warunek (r2) w teScie prawostronnym Wolfe’a.
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Rysunek 6. Test prawostronny Wolfe’a
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3.3 Metody minimalizacji kierunkowej

3.3.1 Metody Armijo

Przedstawimy teraz dwie metody Armijo wyznaczenia dlugoéci kroku ¢. Niech dane beda stale
€(0,1)1 8 €(0,1). (Zwykla) metoda Armijo wyznacza dlugoé¢ kroku zgodnie ze wzorem

£ = max(3' : (3) < a(0) + mA'd(0)}. (3.4)

>0

Innymi stowy, metoda Armijo polega na podstawianiu za t kolejnych elementéw ciggu malejacego
(8)1>0 i sprawdzaniu dla tych wartoéci ¢, czy spelniony jest test (r1). Pierwsza spoéréd kolejnych
warto§ci ¢ dla ktorej test ten nie bedzie speliony jest w metodzie Armijo przyjmowana jako
dhugosé kroku t*. Poniewaz 3 € (0,1), wiec ' — 0 i z definicji pochodnej ¢/(0) oraz z faktu,
ze ¢'(0) < 0 wynika prosto, ze dla pewnego [ > 01 dla t = ' zajdzie ~(r1). Oznacza to, ze
metoda Armijo jest poprawnie okre$lona. Niech maksimum w (3.4) bedzie osiagniete dla | = [*.
Przypuéémy, ze dla t = 1 zachodzi test (rl) (wielko$¢ ¢ jest za duza). Zauwazmy, ze wéwczas
mamy [* > 1idlat= /" zachodzi ~(rl).

Na rysunku 7. przedstawiono wykres przyktadowej funkcji ¢ i dla przyktadowych stalych
B,m € (0,1) zaznaczono kolejne wielkosci 8, I = 1,...,I* uzyte w metodzie Armijo do wyz-
naczenia dlugoSci kroku t*.

01 02 04 06 08 I

Rysunek 7. Metoda Armijo

Moze sie jednak zdarzy¢, ze juz dla ¢t = 1 (czyli dla | = 0) zachodzi ~(rl). Woéwczas
oczywiscie maksimum w (3.4) jest osiagniete dla [* = 0. Wydaje sie rozsadne zwigkszenie w
tym przypadku dhugo$ci kroku biorac pod uwage réwniez ujemne wyktadniki w réwnosci (3.4).
Prowadzi to do tzw. rozszerzonej metody Armijo. W metodzie tej dtugo$¢ kroku t* wyznacza
sie zgodnie z nastepujaca reguta;

o Jesli wielko$¢ t = 1 jest za duza w teScie prawostronnym Goldsteina (rl), to nalezy
postepowaé jak w zwyklej metodzie Armijo, w przeciwnym przypadku nalezy przyjaé

t* =min{B " : q(B7") > q(0) + mB¢(0)}. (3.5)

>0
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Innymi stowy, rozszerzona metoda Armijo polega na podstawianiu za ¢ kolejnych elementéw
ciagu rosnacego (3 ')iso i sprawdzaniu dla tych wartoéci ¢, czy spelniony jest test (r1). Dla
ostatniej wielkoéci [ = [* wéréd serii niespelnionych testéw (rl) przyjmujemy t* = 57

Jedli funkcja ¢ jest ograniczona z dotu i dla ¢ = 1 zachodzi ~(rl), to nietrudno zauwazy¢,
ze minimum powyzsze jest osiagniete dla pewnego [ > 0. Rozszerzona metoda Armijo jest
wiec réwniez dobrze okre§lona. Niech minimum w réwnosci (3.5) bedzie osiagniete dla [ = [*.
Wéwezas dla t = 71 > 1 zachodzi ~(rl). Nietrudno zauwazyé¢, ze w obu przypadkach, dla
wielko$ci t* wyznaczonej zgodnie z jedng z metod Armijo zachodzi ~(rl).

Na rysunku 8. przedstawiono wykres przykladowej funkcji ¢ i dla przykladowych stalych
B,m € (0,1) zaznaczono kolejne wielkosci S7!, | = 1, ...,1* uzyte w metodzie Armijo do wyz-
naczenia dlugo$ci kroku t*.

Rysunek 8. Rozszerzona metoda
Armijo

Praktyczny sposéb wyboru statej 5 € (0, 1) mozna znalezé na przyklad w podreczniku [DS96,
6.3.2]. W niektérych podrecznikach rozszerzona metoda Armijo jest przedstawiona jako mody-
fikacja wzoru (3.4), w ktérej maksimum bierze sie po wszystkich catkowitych [. Ta postaé jest
jednak trudno implementowalna, a w przypadku, gdy funkcja f nie jest ograniczona z dotu,
maksimum to moze nie istniec.

Chcac zastosowac rozszerzona metode Armijo do realizacji schematu iteracyjnego 3.2.1 nalezy:

(a) wybraé poczatkowa prébkowa dhugo$é kroku, na przyklad ¢ = 1, okredli¢ parametry 3 €
(0,1)im e (0,1),

(b) w kroku 0. przyjaé¢ tg = +o0 oraz
. 0 jesli dla wielkoSci ¢ zachodzi (r1)
L= t jesli dla wielkoéci t zachodzi ~ (r1),
(c) okredli¢ test (O) w postaci:
(O) wielko$¢ t jest odpowiednia gdy:

dla t zachodzi ~ (rl) je§lit, =0
dla 7't zachodzi (r1) jedli t; > 0,
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d) okreslic test (R) w postaci:
( p
(R) wielko$¢ t jest za duza, gdy dla ¢ zachodzi (rl),

(e) w przypadku ¢, > 0 okresli¢ test (L) w postaci:
(L) wielkoé¢ t jest za mala, gdy dla 3~ 't zachodzi ~(rl),

(f) w kroku 2. okredli¢ wartos¢ t € (t1,tr) zgodnie ze wzorem

+— ﬁtR Jeéll ty, = 0
57, jedlity > 0.

Zauwazmy, ze nie ma potrzeby okreSlania testu (L) w przypadku ¢, = 0, gdyz w tym przy-
padku nie dojdzie do jego wykonania.

Uwaga 3.3.1 Istnieja réwniez warianty metod Armijo, w ktérych warto$é ¢t € (tr,tr) w kroku
2. schematu iteracyjnego 3.2.1 okreSla si¢ metodami interpolacji, np. kwadratowej.

Uwaga 3.3.2 Arbitralne przyjecie w metodzie Armijo t = 1 dla poczatkowej prébkowej diu-
gosci kroku moze prowadzi¢ do niepotrzebnego wielokrotnego testowania w kroku 1. schematu
iteracyjnego 3.2.1, jesli przyjeta wartosc ¢ jest o wiele za duza lub o wiele za mala. Zeby usunaé te
niekorzystng wlasno$¢ metody Armijo, mozna stosowaé tzw. skalowang metode Armijo. Polega
ona na tym, ze jako poczatkowa probkows diugos¢ kroku przyjmuje si¢ ¢t = 7, gdzie 7 > 0 jest
wielko$cia, dla ktérej spodziewamy sie, ze bedzie spetiaé test (O). Wielko§¢é 7 mozna wyznaczy¢
biorac na przyktad pod uwage dlugosci krokéw uzywane w poprzednich iteracjach gtéwnej proce-
dury minimalizacyjnej. Skalowania mozna uzy¢ zaréwno w zwyklej jak i w rozszerzonej metodzie
Armijo.

Na rysunku 9. przedstawiono wykres przyktadowej funkcji ¢ i dla przyktadowych stalych
B,m € (0,1) i dla stalej skalujacej 7 = 5 zaznaczono kolejne wielkoSci Bl =1,..,1* uzyte w
metodzie Armijo do wyznaczenia dtugo§ci kroku t*.

83

Rysunek 9. Skalowana metoda Armijo
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3.3.2 Metoda Goldsteina—Price’a

Podstawowym elementem metody Goldsteina—Price’a jest kryterium zatrzymania Goldsteina—
Price’a, sktadajace si¢ z trzech testow:

(0) ~(rA ~(11)
(R) (r1)
(L) (1)
Test (O) w kryterium Goldsteina—Price’a ma wigc postac
q(0) +m'tq (0) < q(t) < q(0) + mtq'(0)

lub inaczej
fxp) +m'tstgr < flar +tsy) < f(xy) + mtsi gr,

gdzie 0 < m < m’ < 1. Chcac zastosowa¢ metode Goldsteina—Price’a w celu realizacji schematu
iteracyjnego 3.2.1 nalezy przyjac¢ powyzsze testy (O), (R), (L), natomiast wyboru dhugoéci kroku
t € (tr,tr) w kroku 2. mozna dokonaé¢ ktora$ z metod interpolacji (dla tgp < +00) wzglednie
ekstrapolacji (dla tg = +00).

Na rysunku 10. przedstawiono wykres przyktadowej funkcji ¢ i dla przyktadowych stalych
m,m/, 0 < m < m' <1, zaznaczono zbiér wartosci ¢, dla ktérych spetniony jest warunek (O) w
kryterium Goldsteina—Price’a.

Rysunek 10. Metoda
Goldsteina—Price’a

3.3.3 Metoda Wolfe’a

Podstawowym elementem metody Wolfe’a jest kryterium zatrzymania Wolfe’a, sktadajace sie z
trzech testow:

(0) ~(rD)A ~(12)
(R) (r1)
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(L) ~(r1)A(12)
Warunek (O) w kryterium Wolfe’a ma wigc postaé
q(t) < q(0) +miq'(0) 1 ¢'(t) =m'q(0)

lub inaczej
flok +tsk) < f(zg) + mts;‘fgk i stf(xk + tsy) > m’s;‘fgk,

gdzie 0 < m < m’ < 1. Chcac zastosowaé metode Wolfe’a w celu realizacji schematu iteracyjnego
3.2.1 nalezy przyjaé powyzsze testy (O), (R), (L), natomiast wyboru dtugosci kroku ¢ € (t,tr)
w kroku 2. mozna dokona¢ ktéraé z metod interpolacji (dla tg < +00) wzglednie ekstrapolacji
(dla tg = +00).

Na rysunku 11. przedstawiono wykres przyktadowej funkcji ¢ i dla przyktadowych stalych
m,m’, 0 < m < m' <1, zaznaczono zbiér wartosci ¢, dla ktérych speliony jest warunek (O) w
kryterium Wolfe’a.

Rysunek 11. Metoda Wolfe’a

Cwiczenie 3.3.3 Pokaza¢, ze w kryteriach GoldsteinaPrice’a i Wolfe’a testy (0), (R), (L)
wyczerpuja wszystkie mozliwoSci.

Cwiczenie 3.3.4 Pokazaé, ze jezeli funkcja ¢ jest ograniczona z dotu na zbiorze (0,+00), to
testy (L) i (O) w kryterium Wolfe’a zachodza dla pewnych ¢ > 0. Wskazéwka: skorzystaé z
twierdzenia Lagrange’a o wartoSci éredniej i z wlasnoSci Darboux dla pochodnej ¢'.

3.3.4 Metoda Wolfe’a—Powella

Podstawowym elementem metody Wolfe’a—Powella jest kryterium zatrzymania Wolfe’a—Powella,
sktadajace sie z trzech testéw:

(0) ~(r)A ~(r2)A ~(12)
(R) (r1)Vv(r2)
(L) ~(1)A(12)
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Warunek (O) w kryterium Wolfe’a—Powella ma wiec postac
a(t) < q(0) +mtq(0) i | (1) |< —m'q(0) (3.6)
lub inaczej
flag +tsp) < flzp) +mitspge 1 | stV (@ +tsp) |< —m's] gr,

gdzie 0 < m’ < m < 1. Chcac zastosowaté metode Wolfe’a—Powella w celu realizacji schematu
iteracyjnego 3.2.1 nalezy przyja¢ powyzsze testy (O), (R), (L), natomiast wyboru dtugoéci kroku
t € (t;,tgr) w kroku 2. mozna dokonaé¢ ktéra$ z metod interpolacji (dla tr < 400) wzglednie
ekstrapolacji (dla tg = +00).

Na rysunku 12. przedstawiono wykres przyktadowej funkcji ¢ i dla przykltadowych stalych
m,m/, 0 < m < m' < 1, zaznaczono zbiér wartosci ¢, dla ktérych spetniony jest warunek (O) w
kryterium Wolfe’a—Powella.

Rysunek 12. Metoda Wolfe’a—Powella

Uwaga 3.3.5 W metodach minimalizacji kierunkowej waznym zagadnieniem jest wyboér poczatkowej
wartosci t. Nieodpowiedni wybér moze prowadzi¢ niepotrzebnie do zbyt wielu wyznaczen wartosci
funkcji/gradientu. Podamy teraz racjonalny wyboér poczatkowej wartosci ¢ (wspominaliSmy juz

o tym w uwadze 3.3.2). Gdyby przyjaé¢, ze ¢ jest funkcja kwadratowa, to na mocy ¢éwiczenia
3.2.7 otrzymamy optymalny krok

(1(75*) - CI(O) _ 2f($k+1) - f(xk)
q'(0) q'(0) '

Gdyby przyjac, ze spadek funkcji ¢ na przedziale (0,t*) jest taki sam, jak w poprzedniej iteracji
gléwnego algorytmu, to otrzymamy

=2

ktora to wielkoS¢ mozna przyjac jako poczatkows wartoS¢ ¢ w algorytmie minimalizacji kierunk-
owej.
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Uwaga 3.3.6 W schemacie iteracyjnym 3.2.1 nie podano szczegéiéw dotyczacych interpolacji i
ekstrapolacji. Postepujac zgodnie z metodg Armijo dokonuje sie prostej interpolacji wybierajac
t = Bty badz ekstrapolacji wybierajac t = 37 'ty, gdzie B € (0,1). W przypadku stosowania
pozostalych metod minimalizacji kierunkowej istnieje wiele mozliwosci, wéréd ktérych wyréznic
mozna podzial na 2 przy interpolacji (¢ = “F2) i podwajanie przy ekstrapolacji (t = 2t),
interpolacja kwadratowa t;,; uzywajaca np. q(t1),q'(tr) i q(tr), ekstrapolacja kwadratowa e
i inne (miedzy innymi interpolacja szeScienna). Punkt ¢;,; (wzglednie ¢.,;) jest wyznaczony w
ten sposéb, ze odpowiedni model (na przyklad kwadratowy) osiaga w nim swoje minimum. W
przypadku ekstrapolacji nalezy pamieta¢ ponadto o wymaganiu t;, — +o0o. Aby temu sprostac,
nalezy w przypadku tg = +o0o wybra¢ p > 11 wzia¢ t = max{tes, ptr}. Z kolei w przypadku
interpolacji nalezy pamietaé o wymaganiu tg — t;, — 0. Aby sprosta¢ z kolei temu wymaganiu
nalezy w przypadku tp < +oo wybraé p € (0, 3) i wzigé

t = min{max{t;,, (1 — p)tL + ptr}, ptr + (1 — p)tr}.

Na rysunku 13. przedstawiono wykres przyktadowej funkcji ¢ i dla wartosci t;, =0itgr =4
wskazano wielko$¢ t uzyskana metoda interpolacji kwadratowej, w ktorej uzyto q(tr),q' (tr) i
q(tr).

10

I o

-2

Rysunek 13. Interpolacja kwadratowa

3.3.5 Bezgradientowe metody minimalizacji kierunkowej

Jesli nie jesteSmy w stanie wyznaczy¢ wartoSci gradientu minimalizowanej funkcji f, czyli nie
znamy pochodnej funkcji ¢, to nie mozemy oczywiScie zastosowa¢ metod minimalizacji kierunk-
owej opisanych w ustepie 3.3. Jesli funkcja ¢ jest ciggla, to mozemy wowczas zastosowacé metody
przyblizonej minimalizacji kierunkowej oparte wylacznie o wartosci funkcji g. Wéréd tych metod
mozna wyréznié metode ztotego podziatu. W metodzie tej przedzial [a, b], w ktérym poszukujemy
przyblizonego minimum funkcji ¢ dzielimy na dwa przedziaty [a,d] i [, b] zgodnie z tzw. zlotym
podzialem, czyli w proporcjach H =7i Il)’_;g =71, gdzie T = @ = 0.618. Opisang procedure
powtarzamy nastepnie dla jednego z przedzialéw [a, d] i [c, b] w zaleznoSci od wartosci g(c) 1 ¢(d).
Procedura ta jest powtarzana tak dlugo, az kolejny przedzial bedzie miat dlugo$¢ mniejsza od
zadanej tolerancji optymalnosci.

V5—1

Cwiczenie 3.3.7 Niech a < biniech 7 = >

c—a

d—a

. Pokazac, ze jesli ‘Zj—g =Tir~=T1,to===r7

1 =T.
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Algorytm 3.3.8 (metoda zlotego podziatu)

Wejscie: Funkcja ciagla ¢ : [a,b] — R

Wyjscie: Wielko$¢ ¢ € (a,b), dla ktérej funkcja g osiaga "przyblizone" minimum.

Krok 0. (inicjalizacja)
(a) Wybra¢ tolerancje optymalnosci € > 0.
(b)

(c) Potozyt ¢ = 7ty + (1 — 7)tg.

(d) Potozyt d = (1 — 1)ty + Ttg.

Polozyt t;, = a, tr = b.

Krok 1. (kryterium zatrzymania)
(a) Jedli tg —t;, < e, to polozyt t = LEL | algorytm zatrzymuje sie.
Krok 2. (aktualizacja przedziatu poszukiwan)

(a) Jedli g(c) > q(d), to polozyt t;, = ¢, c=did= (1 —71)t, + Ttg.
Jesli g(c) < ¢q(d), to polozyt tp =d, d=cic=r71t;, + (1 —7)tg.
(b) Przej$¢ do kroku 1.
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3.4 Zbieznos$¢ metod spadkowych

Rozwazmy teraz metode spadku (czyli speliajaca nieréwnosé (3.3)). Okazuje sie, ze nie gwaran-
tuje to jeszcze zbieznosci ciagu x; do rozwigzania niezaleznie od zastosowanej metody minimal-
izacji kierunkowej, gdyz kierunek poszukiwan s; moze okaza¢ si¢ prawie ortogonalny do kierunku
najszybszego spadku — g, lub — co gorsza — przy £ — oo kat miedzy tymi dwoma kierunkami moze
zbiega¢ do m/2. W konsekwencji, spadki w kolejnych iteracjach moga okazaé sie niewystarczajace
dla zapewnienia zbiezno$ci ciggu x, do punktu stacjonarnego funkcji celu. Aby zagwarantowaé
te zbieznos¢ powinnismy dodatkowo zalozyc, ze

O 1= <(sk, —gk) <

NN

— B (3.7)

dla pewnego p > 0. Kierunki (s;) speliajace powyzsza zalezno$é nazywaja sie kierunkami
gradientopodobnymi. Kat ©, mozna oczywiScie wyznaczy¢ z zaleznoSci

T
cos O = —Okdk (3.8)
skl - lgxl
Warunek (3.7) mozna wobec tego sformulowa¢ w postaci
T
ORIk s, (3.9)
sl - llgell

gdzie ¢ = sin p. Jest jasne, ze kierunki gradientopodobne sa kierunkami spadku.

Poniewaz kierunki spadku wyznacza si¢ czesto w postaci s, = — Hgr dla dodatnio okreSlone;j
macierzy Hy (poréwnaj uwage 3.1.3), wiec przydatne byloby kryterium, dzigki ktéremu potrafil-
iby$my stwierdzi¢, czy dla tak wyznaczonych kierunkéw spehione jest zatozenie (3.7). Kryterium
to mozna sformulowaé w oparciu o ponizszy lemat.

Lemat 3.4.1 Jesli dla ciggu macierzy dodatnio okreslonych Hy, dla pewnych stalych m, M € R
takich, ze 0 <m < M 1 dla dowolnych wektoréw s € R™ zachodzg nieréwnosci

ml|s|* < " His < M]|s|?, (3.10)

to dla kierunkow spadku s, = —Hyqi. funkcji rézniczkowalnej f : R™ — R spetniony jest warunek

(3.9).
Dowdéd. Z pierwszej nieréwnosci (3.10) otrzymujemy
—s1.9k = g Hegre = m|gall. (3.11)

Z wlasno$ci macierzy dodatnio okre§lonej i z nieréwnoéci (3.10) wynika, ze m < Ay, (Hy) oraz
M > Amax(Hy). Z kolei dla normy spektralnej zachodzi réwnoS$¢ ||Hy|| = Amax(Hy). Zatem z
(3.11) i z nier6wnoéci Cauchy’ego—Schwarza wynika, ze

skl - Ngell = 1 Hrgill - Ngell < NHwl - Ngall* = Mmax (Hi)llgilI* < MIlgi (3.12)

W konsekwencji, po podzieleniu stronami (3.11) i (3.12) otrzymujemy nieréwnos¢ (3.9) dla ¢ =
m/M. m

Mozemy juz sformutowaé ogélne twierdzenia podajace warunki wystarczajace zbieznoSci
metod minimalizacji. Przypomnijmy, ze metody spadku sktadajg sie z dwéch czeéci: wyznaczenia
kierunku poszukiwan i minimalizacji kierunkowej.
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Twierdzenie 3.4.2 Niech f € Cy. Jesli dla metody spadkowej kierunki poszukiwan sq gradi-
entopodobne zas metoda minimalizacyi kierunkowej jest efektywna, to dowolny punkt skupienia
ciggu (zr) generowanego przez te metode jest punktem stacjonarnym funkcji f.

Dowéd. Poniewaz metoda minimalizacji kierunkowej jest efektywna, wiec istnieje stala
a > 0 taka, ze dla k = 1, 2, ... zachodzg nieréwnoSci

sTa\”
Flonen) = flan+ tis) < flo) —a () (3.13
k
7 kolei, poniewaz kierunki poszukiwan sg gradientopodobne, wiec % > ¢ dla pewnej stalej
¢ > 0. W konsekwencji
flae) = flaem) > o gl . (3.14)

Niech teraz x* bedzie punktem skupienia ciagu (x;). Poniewaz f jest ciagla, wiec f(z*) jest
punktem skupienia ciagu (f(zg)). Z nieréwnosci (3.13) wynika, ze ciag (f(x))) monotonicznie
maleje, jest wiec zbiezny do f(x*). Stad f(xx) — f(zgs1) — 01 w konsekwencji ||gx|| — O na
mocy nieréwnoéci (3.14). Poniewaz f € C) wiec Vf(z*) =0. m

Uwaga 3.4.3 Dla zajscia tezy twierdzenia 3.4.2 nie jest potrzebne, aby we wszystkich iteracjach
metody spadkowej kierunki s, byly gradientopodobne, za$ dlugosci kroku ¢, wyznaczane metoda
efektywnej minimalizacji kierunkowej. W istocie wystarczy, aby warunki te byly spelione tacznie
dla nieskonczenie wielu liczb naturalnych k = k;, i = 1,2, ..., gdzie ciag (k;) jest rosnacy. Aby to
zauwazy¢ wystarczy nieznacznie zmodyfikowaé dowéd. Prawdziwose tej wersji jest o tyle istotna,
ze w metodach minimalizacji majacych charakter heurystyczny dla ich zbiezno$ci wystarczy, ze
tylko w niektérych iteracjach jednocze$nie kierunki beda gradientopodobne i diugo$ci kroku
efektywne. Mogg sie one pojawia¢ nawet bardzo rzadko i nieregularnie. Nalezy jednak zadbaé
o to, aby otrzymywa¢é spadki wartosci funkcji celu w kolejnych iteracjach (zgodnie z zalozeni-
ami twierdzenia metoda ma by¢ spadkowa). Przykladem jest metoda gradientéw sprzezonych
(opisana w jednym z kolejnych ustepéw), w ktérej co n iteracji dokonywany jest tzw. "cieply
restart".

Uwaga 3.4.4 Twierdzenie 3.4.2 nie gwarantuje istnienia punktu skupienia ciagu (zj) gen-
erowanego przez opisang w nim metode spadku, a w przypadku istnienia takiego punktu —
twierdzenie nie gwarantuje jego jednoznacznosci.

Jesli jednak wiadomo, ze podpoziomica S(f, f(zg,)) dla pewnego kg jest zbiorem zwartym,
to wowczas ciag (x) ma punkt skupienia. Wynika to z faktu, ze ciag ten jest generowany przez
metode spadku, a wiec x € S(f, f(xy,)) dla k > ko. Jesli ponadto podpoziomica S(f, f(xk,))
jest zbiorem wypuklym, a funkcja f obcieta do tego zbioru jest écisle wypukla, to ciag (x)) ma
doktadnie jeden punkt skupienia. Wynika to z faktu, ze funkcja $cisle wypukia ma doktadnie
jeden minimizer x* (poréwnaj twierdzenie 2.1.3) i z warunku koniecznego rzedu pierwszego
osiggania minimum (V f(z*) = 0).

Opisane warunki dotyczace jednoznacznoSci punktu skupienia ciagu (zx) sa jednak dosy¢
restrykcyjne i — nawet jesli sg spelnione — sg czesto trudne do sprawdzenia. Trudno bowiem
oczekiwaé, ze bedzie spemione zalozenie o wypukloéci podpoziomicy S(f, f(xy,)) poza przypad-
kami, gdy sama funkcja f jest wypukla (lub przynajmniej quasi-wypukla).

Natomiast jesli f € Cy i hesjan V2f jest dodatnio okre§lony punkcie 2* bedacym minimiz-
erem globalnym funkcji f (warunek ten jest czesto spelniony, szczegélnie woéwezas gdy minimum
jest izolowane), to f jest §cisle wypukla w pewnym otoczeniu B(z*, &) punktu z* oraz dla «
dostatecznie bliskiego wartoSci minimalnej f* podpoziomica S(f, ) jest zbiorem wypuklym za-
wartym w B(z* e). Woéwezas, jesli tylko xp, € S(f, @), to z powyzszych rozwazan wynika,
ze minimizer z* jest jedynym punktem skupienia ciaggu (x). Opisana sytuacja ma miejsce na
przyklad wtedy, gdy funkcja f jest SciSle wypukta na R™ i osigga swoje minimum.
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Uwaga 3.4.5 W przypadku, gdy funkcja celu jest mocno wypukla, zbieznos¢ metody spadkowej
do (jednoznacznie okre§lonego) minimizera mozna uzyskaé przy nieco stabszych warunkach doty-
czacych kierunku poszukiwan niz warunek (3.9). Szczegélty mozna znalezé w podreczniku [GK99,
tw. 4.7].

Uwaga 3.4.6 W przypadku, gdy punkt skupienia ciagu (x) generowanego przez metode spad-
kows jest minimizerem lokalnym izolowanym, to przy spehieniu zalozen twierdzenia 3.4.2 mozna
uzyskaé zbieznos¢ ciagu (xy) do tego punktu przy niezbyt mocnych zalozeniach dotyczacych du-
gosci wektora kierunku (||sx|| < af|Vf(xr)|| dla pewnego o > 0) i dtugosci kroku (¢ < 7 dla
pewnego 7 > 0). Warunki te sa opisane w tzw. twierdzeniu o przechwyceniu [Ber95, propozycja
1.2.5]. Jedli wiec wiadomo, ze wszystkie minimizery funkcji celu sg izolowane, to przy spemieniu
powyzszych warunkéw zachodzi zbieznos¢ ciagu (xy) do jednego z minimizeréw, w zaleznoSci od
przyjetego punktu startowego x;.

Pokazemy teraz, ze przedstawione w tym ustepie metody minimalizacji kierunkowej sg efek-
tywne przy pewnych ogdlnych zalozeniach dotyczacych funkcji celu.

Twierdzenie 3.4.7 Niech funkcja f € C) bedzie ograniczona z dotu, T € R"™, zas gradient
funkceji f bedzie odwzorowaniem cigglym w sensie Lipschitza na podpoziomicy S(f, f(Z)) i niech
s € R" bedzie kierunkiem takim, ze sTV f(Z) < 0. Wowczas nastepujgce metody zastosowane do
punktu T i kierunku s sq efektywne:

rozszerzona metoda Armijo,

(a)

(b) metoda Goldsteina—Price’a,

(c) metoda Wolfe’a,
)

(d) metoda Wolfe’a—Powella
Jesli ponadto podpoziomica S(f, f(Z)) jest zbiorem zwartym, to
(e) metoda doktadnej minimalizacji kierunkowej jest efektywna.
Dowdéd. Oznaczmy ¢(7) = f(Z + 75).

(a) Przypusémy, ze dla 3 € (0,1) dilugoé¢ kroku t = ' > 0 otrzymano rozszerzona metods
Armijo. Wéwczas oczywiscie

f(Z@+1ts) < f(z) + mts' Vf(z) (3.15)

f(Z+ 7 ts) > f(Z) + mB 'tsT V f(T) (3.16)

Poniewaz s'V f(Z) < 0, wigc z pierwszej z powyzszych nieréwno$ci wynika, ze T + ts €
S(f,Z). Z nier6wnoSci Schwarza i z ciagtoSci w sensie Lipschitza gradientu funkcji f otrzy-
mujemy wiec dla 7 > 0

¢(r)=q(0) = s"(Vf(z+7s)=V[f(z))
sl - IV (z +75) = V()]

<
< Llls|r.
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Wobec tego

(¢'(0) + L|s|[*r)dr
1
= 4(0) +¢'(0)u+ S L||s[*w’
Dla u = 3~ 't otrzymujemy wiec

_ _ 1 _
q(B7') < q(0) +¢'(0)8t + S LIIs|*5 2t?
Z drugiej strony, nieréwnos¢ (3.16) mozemy zapisaé w postaci

q(B7't) > q(0) + mp~'tq(0).
Wobec tego
4(0) +m5 1 (0) < (0) + /() + SLIs|?
czyli
SLISIPA722 4 (L= m)g (0)5 74> 0
Poniewaz t > 0, wiec z nieréwnosci tej wynika, ze

< 20m = 1B¢(0) _ 2m = 155"V (@)
R LlsP

Podstawiajac powyzsze oszacowanie do nieréwnosci (3.15) otrzymamy

s 250

Nier6wnos¢ ta oznacza, ze rozszerzona metoda Armijo jest efektywna.

f(@+ts) < f(T) —

Dowdéd efektywnosci metody Goldsteina—Price’a jest podobny do dowodu efektywnosci
rozszerzonej metody Armijo i pozostawiamy go czytelnikowi.

Przypusémy, ze dtugosc kroku ¢ > 0 otrzymano metoda Wolfe’a. Wéwcezas oczywiScie

f(@+ts) < f(z) +mts" Vf(z) (3.17)

STV (T +ts) > m/s"Vf(z) (3.18)
gdzie 0 < m < m/ < 1. Poniewaz s’V f(Z) < 0, wigc z nieréwnosci (3.17) wynika, ze
T+ts € S(f, f(z)). Zapiszmy nieréwnos¢ (3.18) w postaci

(m' —1)s'Vf(z) < s (VF(T+1ts) — V(T)).

Na mocy cigglosci w sensie Lipschitza gradientu funkcji f i po skorzystaniu z nieréwnosci
Schwarza otrzymujemy wiec

(m' = 1)s"V () sl - IVf(z +1ts) = VS (T)]

Lt|s|*,

VARV
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gdzie L > 0 jest staly Lipschitza dla V f na zbiorze S(f,z). Stad

(m' — 1)sTV f(z)

t=>
Ll

Podstawiajac powyzsze oszacowanie do nieréwnosci (3.17) otrzymujemy

Nier6wnos¢ ta oznacza, ze metoda Wolfe’a wyboru dtugosci kroku jest efektywna.

(d) Poniewaz dlugoéé kroku wyznaczona metoda Wolfe’a—Powella spelia réwniez test (O)
w kryterium Wolfe’a, wigc efektywnoSc¢ tej metody wynika bezpoSrednio z efektywnosci
metody Wolfe’a.

(e) Przypusémy, ze dtugoéé kroku ¢ > 0 otrzymano metoda dokladnej minimalizacji kierunk-
owej. Postepujac podobnie jak w dowodzie punktu (a) otrzymamy dla 7 > 0

(1) < q(1) < qo(7)

gdzie
1
¢:1(7) = q(0) + ¢'(0)7 — §L||8||272
za$ i
q2(7) = q(0) + ¢ (0)T + §L||5H27'2.
Niech (0)
_ . —q
t = argmin g,(t) =
B e:() = 7
oraz ( /(0))2
_ q

Na rysunku 14. przedstawiono wykres przyktadowej funkcji g oraz wykresy funkcji ¢; i g2
oraz punkt (0, ).

Rysunek 14. Funkcja ¢ i jej ograniczenia

Jest jasne, ze
q(t) < @
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czyli
1 (sTV(@)°
2L s>

Nier6wnos¢ ta oznacza, ze metoda doktadniej minimalizacji kierunkowej jest efektywna.

f@+ts) < f(z) -

Uwaga 3.4.8 Zwykla metoda Armijo nie jest efektywna. JeSli jednak zastosujemy do niej
T

skalowanie i przyjmiemy, ze w kazdej iteracji stala skalujaca 75, > —a2k K:; (”x’c) dla pewnej stalej

a > 0 niezaleznej od wskaznika iteracji k, to wéwczas skalowana metoda Armijo bedzie efekty-

wna. Dowdd tego faktu pozostawiamy czytelnikowi.

Whiosek 3.4.9 Niech x1 € R" bedzie punktem startowym w metodzie spadkowej. Niech funkcja
f bedzie ograniczona z dotu zas gradient funkcji f bedzie odwzorowaniem ciggltym w sensie
Lipschitza na podpoziomicy S(f, f(x1)), Jesli w metodzie tej kierunki poszukiwan sq gradien-
topodobne, zas minimalizacja kierunkowa jest przeprowadzana rozszerzona metodqg Armijo, metodg
Goldsteina—Price’a, metodg Wolfe’a, metodg Wolfe’a—Powella lub metodqg doktadne; minimal-
izacyi kierunkowej (o ile podpoziomica S(f, f(x1)) jest zbiorem zwartym), to to dowolny punkt
skupienia ciagu (xy) generowanego przez te metode spadkowq jest punktem stacjonarnym funkcji

f.
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3.5 Metody minimalizacji bez ograniczen

Smok optymalizacji ma wiele gltow i na kazdg z nich potrzebny jest wltasciwy miecz

V. Demyanov

Przedstawimy teraz metody stuzace rozwigzaniu zadania minimalizacji rézniczkowalnej bez
ograniczen
minimalizowaé f(x)
wzgledem z € R”,
W wigkszosci przypadkéw metody te polegaja na wyznaczeniu kierunku poszukiwan. W niek-
térych przypadkach minimalizacja kierunkowa jest specjalnie dobrana do danej metody, w innych

przypadkach stosuje sie jakakolwiek minimalizacje kierunkows z zachowaniem odpowiednich kry-
teriéw zatrzymania.

3.5.1 Metoda Gaussa—Seidela

Metoda Gaussa—Seidela polega na tym, ze kolejne kierunki poszukiwan okresla sie cyklicznie jako
wektory réwnolegle do osi uktadu wspétrzednych,

Rysunek 15. Metoda Gaussa—Seidela

czyli s, = +e;, gdzie k = i(modn) oraz s = +e; jedli elgp < 01 s, = —e; jesli el g, > 0.
W przypadku, gdy elg, = 0, wykonywany jest krok zerowy, czyli zxy1 = zp. W metodzie
Gaussa—Seidela stosuje sie dokladna minimalizacje kierunkows.

Metoda Gaussa—Seidela jest czasem realizowana w praktyce, jest to jednak metoda bardzo
nieefektywna. Metodzie tej brak jest podstaw teoretycznych. Co gorsza, istnieja przyktady, dla
ktérych metoda ta nie jest zbiezna do punktu stacjonarnego. 7 tych powodéw metody tej nie
bedziemy dalej analizowac.
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3.5.2 Metody najszybszego spadku

Metody najszybszego spadku polegaja na wyborze kierunku poszukiwan bedacym kierunkiem na-
jszybszego spadku, czyli sy = —g. Widzimy, ze dla takiego wybory kierunku mamy <((sx, —gx) =
0, czyli speliony jest warunek (3.7), metoda najszybszego spadku jest wiec gradientopodobna.
Zatem stosujac te metode tacznie z dowolna efektywna minimalizacja kierunkowa (np. rozsz-
erzong metoda Armijo) otrzymamy na mocy twierdzenia 3.4.2 stacjonarno$¢ kazdego punktu
skupienia procedury minimalizacji.

Jedna z metod najszybszego spadku jest metoda Cauchy’ego. Jest to metoda najszyb-
szego spadku z doktadng minimalizacja kierunkowa. Poniewaz przy zalozeniu zwartosci zbioru
S(f, f(x1)) dokladna minimalizacja kierunkowa jest efektywna, wiec dla metody Cauchy’ego
otrzymujemy w tym przypadku réwniez stacjonarno$¢ kazdego punktu skupienia ciagu gen-
erowanego przez te metode, o ile f € Cy. 7Z uwagi 3.1.4 wynika, ze dla metody Cauchy’ego
zachodzi r6wno$é V f(zx)TV f(2341) = 0.

Metody najszybszego spadku, w szczegélnosci metoda Cauchy’ego sg czesto uzywane przez
inzynieréw. Mimo swojej prostoty i latwosci w zaprogramowaniu, maja one jednak zasadniczg,
wade. Juz dla funkcji kwadratowej ich zbiezno§¢ jest tylko liniowa, co wynika z ponizszego
twierdzenia.

Twierdzenie 3.5.1 Niech funkcja f : R" — R bedzie postaci f(x) = %xTA:U, gdzie A jest
macierzq dodatnio okreSlong i niech ciqg (xy) bedzie generowany przez metode najszybszego
spadku xp1 = xp — .V f(zx). Wowcezas

el < (At (3.19)

gdzie

c(A,ty) = max{|1 — txAmax(A)], |1 — txAmin (A4)[}-
Ponadto wspdtczynnik c(A,ty) jest najmniejszy dla dtugosci kroku ty, =t} = m T w
tym przypadku zachodzi nieréwnosc

cond(A)

—1
— 3.20
c " Tl (3.20)

<
||xk+1|| = OIld(A)

gdzie cond(A) = f\m‘f‘—"((j)) jest wskaznikiem uwarunkowania macierzy A.

W celu udowodnienia powyzszego twierdzenia bedziemy potrzebowaé¢ nastepujacego lematu.

Lemat 3.5.2 Niech A bedzie macierzq symetryczng dodatnio okreslong i niech t € R. Wowczas
dla normy spektralnej macierzy I — tA zachodzi nieréuwnosé

11 = tA]] < max{|1 = tAmax (A)[ , [1 = tAmin(A)[}

Dowdd. Dla t = 0 nier6wno$¢ jest oczywista. Niech wiec t # 0. Niech Ay, ..., A\, oznaczaja
wartoSci wlasne macierzy A, przy czym 0 < Ay < ... < \,. Zauwazmy przede wszystkim, ze
macierze A oraz (I —tA)? maja te same wektory wlasne oraz, ze wielkosci (1—t\;)%,i = 1,...,n, sa
warto$ciami wlasnymi macierzy (I —tA)%. Wobec tego, korzystajac z wtasnoéci normy spektralnej
macierzy i z prostych obserwacji (patrz rysunek 16.), otrzymujemy

Il —tA] = VAmax({ —tA)?
= max{|l —t\],i=1,...n}
= max{|l — t\|, |1 —tA,|}.
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257

057

1
05 It 15 2 25

Rysunek 16. Norma spektralna macierzy I —tA

Dowdd. twierdzenia 3.5.1. Dla metody najszybszego spadku mamy xy1 = xp—t£V f(xg).
Dla funkcji kwadratowej postaci f(z) = 327 Az mamy wiec

Tyl = T — tkAa;k
Wobec tego, korzystajac z lematu 3.5.2 otrzymamy

|2kl = (I = teA)agl| < | —tAll - |2 (3.21)
< max{|l — tAmax(A)], |1 = teAmin (A)[} - [|21]]-

Zauwazmy, ze funkcja wypukta h : R — R okreslona wzorem
h(t) = max{|1 — tAmax(A)|, |1 — tAmin(4)|}

osigga swoje minimum dla ¢t = t* = réwne

2
)\max (A)“F}\mln(A)

)\max(A) - )\min<A)
)\max (A) + )‘min (A) ‘

Zatem wybierajac dtugos$¢ kroku t, = t* otrzymamy oszacowanie

/\maX(A) )‘mln( )H ||
A A) + Ain(A) " F

)\max(A)
Arr1in("4)

= Sy 1
Amin(14)
cond(A) — 1

- cond(A) + 1 iz

h(t*) =

ekl <

Uwaga 3.5.3 Dla zle uwarunkowanych funkcji kwadratowych, czyli takich, dla ktérych wartos¢
cond(A) jest duza, wspélezynnik (A, t;) w oszacowaniu (3.19) jest duzy. Jest on bliski 1 nawet
przy najlepszym doborze diugosci kroku t;. Mozna wiec przypuszczac, ze zbieznoS¢ ciaggu
(zx) dla takich funkcji moze by¢ bardzo wolna. Przypuszczenie to jest niestety prawdziwe,
gdyz oszacowania danego nieréwnoscig (3.20) nie da si¢ poprawi¢. Z dowodéw lematu 3.5.2 i
twierdzenia 3.5.1 wynika bowiem, ze w nieréwnosci (3.20) zachodzi réwnos¢ gdy xj jest wek-
torem wlasnym macierzy I — t; A odpowiadajacym wartoéci wlasnej || — ¢z A| 1 diugo$¢ kroku
ly =1" = m. Stwierdzenie to jest co prawda stuszne dla pojedynczej iteracji, gdyz
trudno oczekiwac, ze wszystkie kolejne przyblizenia z; bedg omawianymi wektorami wiasnymi.
Ponizszy przyklad pokazuje jednak, ze nawet dla metody Cauchy’ego wspélczynnik zbieznosci
geometrycznej moze by¢ dowolnie bliski jednosci dla funkcji kwadratowej o odpowiednio duzym
wskazniku uwarunkowania.
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Przyklad 3.5.4 Rozpatrzmy metode Cauchy’ego dla funkcji kwadratowej f : R™ — R postaci
flz) = %xTAa:. Niech z oznacza pewne przyblizenie minimizera tej funkcji. Zgodnie z metoda
Cauchy’ego, kolejne przyblizenie 2" jest postaci ™ = & — tV f(T), gdzie dtugos¢ kroku ¢ jest
otrzymana metoda doktadnej minimalizacji kierunkowej. Poniewaz V f(Z) = AZ, wiec mamy

xT =7 —tAZ.

Wielko$¢ t jest dobrana tak, aby Vf(Z)TVf(z") = 0. Wyliczajac wielko$¢ t z tej réwnoéci
otrzymujemy

L " A’z
- aT A3y
.. . . . A1 O . _
W dalszych rozwazaniach ograniczymy sie do przypadkun =21 A = 0 A | Niech 7 =
2
(Z1,Z2), przy czym Z; # 01 Ty # 0. Po prostych przeksztalceniach otrzymamy
A2(A M) )%
xr = aj;— - _)\ )\2 )\1)515
Mz2+A3z2 52
Zatem . -
.1'1 2 21’2
L (2222 3.22
= (3:22)

Przypu$émy teraz, ze do punktu % zastosowaliémy ponownie metode Cauchy’ego otrzymujac
punkt 7 = (x] -+ ,z3 7). Analogicznie do réwnoéci (3.22) otrzymamy

++ A
2
++ =—( \ )
Lo 1
(patrz rysunek 17.).W konsekwencji
e
P

Wektory Z i 71 sa wiec liniowo zalezne (wspétliniowe).
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Oznaczajac o = <(z, V f(Z)) otrzymamy

™ [z = (@ =)l
1] 1]
I
1]
[ —
= 1 - —
1]
o3
| Z|| cos «
et —El V@I
V(@)
IIEES
T Az

T A%z ||Az|)?

- 1-
T A3z 3T Az

Przyjmujac T = (A2, A1) dostajemy
lz ) 4 (cond(A))~! + cond(A4) — 2

1 - - .
1Z]] 24+ 3L 432 (cond(4))~! + cond(A) + 2

Widzimy, ze dla zadan zle uwarunkowanych o odpowiednio duzym wskazniku uwarunkowania
wielko$¢ ta moze by¢ dowolnie bliska jednosci. Oznacza to, ze dla funkcji kwadratowych o Zle
uwarunkowanym hesjanie metoda Cauchy’ego moze by¢ bardzo wolno zbiezna.

W ogdélnym przypadku zbiezno$¢ dowolnej metody najszybszego spadku ( w szczeg6lnoci
metody Cauchy’ego) jest wolniejsza od liniowej. Jest to bardzo niekorzystna wiasnos¢, wskutek
czego metody najszybszego spadku nie moga by¢ traktowane jako efektywne metody minimaliza-
cji rézniczkowalnej (niektérzy autorzy uwazaja nawet, ze powinno sie zabroni¢ uzywania metod
najszybszego spadku). Dla Zle uwarunkowanych zadan obserwuje sie zatrzymanie tej metody
wskutek zadzialania kryterium zatrzymania lub wskutek wykonania duzej liczby iteracji, daleko
od punktu stacjonarnego. Czasem, nawet jesli po wykonaniu niezbyt duzej liczby iteracji wyznac-
zony zostanie punkt w poblizu punktu stacjonarnego, to osiagniecie coraz to lepszej doktadnosci
przyblizenia moze wiazac si¢ z wykonaniem niewspdlmiernie duzej liczby kolejnych iteracji. Jest
to charakterystyczne dla metod posiadajacych zbieznos¢ wolniejsza od liniowe;j.
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3.5.3 Metody Newtona

Analizujac metody najszybszego spadku widzimy, ze ich konstrukcja wynika ze stosowania przy-
blizenia rzedu pierwszego, ktére otrzymamy rozwijajac funkcje celu f we wzér Taylora w otocze-
niu biezacego przyblizenia z:

f@+d) = f(@) +d"V @)+ o(lld])-

W metodach najszybszego spadku kierunek poszukiwan wybieramy jako kierunek unor-
mowany realizujacy najszybszy spadek w punkcie z wartosci funkcji f : R® — R,

f@)=f(@)+ (x—2)'Vf(2),

bedacej modelem liniowym funkcji celu, czyli kierunek bedacy rozwiazaniem problemu

minimalizowaé Af(z,d) = f(z +d) — f(z) =d"V f(z)
przy ograniczeniu ||d|| = 1.

Wiadomo, ze rozwigzaniem tego problemu jest d = V f(Z)/||V f(Z)|. Natomiast w metodach
Newtona kierunek poszukiwan wybieramy w oparciu o przyblizenie rzedu drugiego funkcji celu,
ktore otrzymamy rozwijajac ja we wzor Taylora:

f@+d) = f(z) +d"V[(z)+ dTV f@)d +o([|d|?).
Pomijajac sktadnik o(||d||?) i przyjmujac d = x — T otrzymamy model kwadratowy f:R" — R,
f(z) = (@) + (x — )"V f(2) + %(96 —2)'Vf(z)(x - 7).

Nastepnie wyznaczamy kierunek poszukiwan d realizujacy najmniejsza wartosc funkCJl f bedacej
modelem kwadratowym funkcji celu, czyli kierunek d minimalizujacy Af(z,d) == f(z+d)— f(Z).
Nietrudno zauwazy¢, ze jest to rownowazne rozwiazaniu zadania

minimalizowa¢ h(d) = 1d"Gd + d”g
wzgledem d € R",

gdzie g = Vf(Z) i G = V*f(Z). Aby zadanie to mialo jednoznaczne rozwigzanie musimy zalozy¢,
ze hesjan G = V?f(Z) jest dodatnio okreglony. Korzystajac z warunku koniecznego istnienia
minimum VA(d) = 0 mamy

Vh(d) = g+ Gd =0, (3.23)

lub inaczej
2 /= - _
Vef(z)d = =V f(z).
Ostatnie réwnanie nosi nazwe rdwnania Newtona. Rozwiazaniem tego réwnania jest kierunek
poszukiwan

d= -Gy

lub inaczej
d=—(V*f(2))7'V f(2),

zwany kierunkiem Newtona. W praktyce kierunek ten wyznacza si¢ nie poprzez odwracanie
hesjanu G, lecz stosujac rozklad Cholesky’ego tej macierzy: G = LL” i rozwiazujac iteracyjnie
odpowiedni uktad réwnan. Metoda Newtona shuzy w istocie wyznaczeniu punktu stacjonarnego
gradientu funkcji f, gdyz w istocie kierunek d wyznaczamy z warunku koniecznego istnienia
minimum funkcji f.
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Klasyczna metoda Newtona

W klasycznej metodzie Newtona, majac dane pewne przyblizenie x; rozwigzania problemu min-
imalizacji, kolejne przyblizenie x;,, wyznacza si¢ zgodnie z nastepujacym schematem

1° wyznaczy¢ rozwigzanie dp réwnania Gpd = —gi, gdzie G, = V2f(xy) i g =
V f (),
20 polozyt xp1q = 1) + dj.

Widzimy wiec, ze w klasycznej metodzie Newtona nie uzywa sie minimalizacji kierunkowej —
wykonuje sie mianowicie jednostkowy krok w kierunku dj.

Zauwazmy przede wszystkim, ze dla funkcji kwadratowej z dodatnio okreslonym hesjanem
klasyczna metoda Newtona jest zbiezna w jednym kroku, poniewaz dla funkcji kwadratowej f,
jej model kwadratowy f pokrywa sie z f. W ogdlnym przypadku otrzymujemy lokalng zbieznos¢
kwadratowa, czyli zbiezno§¢ kwadratowa dla punktu startowego lezacego wystarczajaco blisko
rozwigzania. Zanim udowodnimy twierdzenie o zbieznoSci dla metody Newtona podamy pewna,
wiasnos¢ funkcji rézniczkowalnej. 7 twierdzenia 1.5.5 wynika ze dla odwzorowania rézniczkowal-
nego F warto$¢ F'(x) rézni sig od jej czeéci liniowej F'(x) okrelonej dla punktu y o of ||z — y||).
Ponizszy lemat, ktérego dowéd mozna znalezé w podreczniku [SB87, ustep 5.3] podaje osza-
cowanie funkcji o w przypadku, gdy macierz Jacobiego funkcji F' jest odwzorowaniem lipschit-
zowskim.

Lemat 3.5.5 Niech F' bedzie funkcjg rozniczkowalng w pewnym zbiorze wypukiym C C R™,
ktorej macierz Jacobiego jest odwzorowaniem ~y-lipschitzowskim dla pewnego v > 0, czyli dla
dowolnych z,y € C' zachodz

IVE(y) = VF ()| < ~lly — =]
Wowczas dla dowolnych z,y € C
g
1F(y) = Fa) = VE@) (y =)l < S lly — [,
Teraz mozemy przejs¢ do udowodnienia gtéwnego wyniku tego ustepu.

Twierdzenie 3.5.6 Niech f € C? bedzie funkcjq osiggajaca minimum w punkcie x* w ktorym
V2 f(z*) jest macierzq dodatnio okreslong. Niech 3, p, > 0 bedq takie, e

IV2f(z)7}| < B dla dowolnego x € B(z*, p,). (3.24)
Zatozmy, e dla pewnych stalych vy, p, > 0 zachodzi
IV2f(z) = V2fW)ll < 7lle =yl dla dowolnych x,y € B(x", py),

cayli V2 f(+) jest operatorem ~y-lipschitzowskim na B(x*, p,). Niech 0 < p < min{p,,p,} bedzie
takie, ze

c:=pyp/2 < 1. (3.25)
Wowczas operator T okreslony réwnosciq T(z) = v — (V2 f(x)) 'V f(x) jest c-kontrakejq wzgle-
dem x* na B(x*,p), tzn. zachodzi

|T(x) — z*|| < c||z — x¥|| dla dowolnego x € B(x*, p).

W konsekwencji cigg x* generowany przez metode Newtona xy., = T (xy), gdzie 29 € B(x*,p)
jest zbiezny do x*. Ponadto zbieinosc ta jest kwadratowa.
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Dowéd. Zauwazmy, ze z dodatniej okreélonoéci macierzy V2 f(z*) i z ciagloéci pochodnych
czastkowych rzedu drugiego funkcji f wynika, ze istnieja stale 3, p, > 0 spetniajace (3.24). Niech
p € (0, min{p;, py,2/(Bv)}). Wéwezas oczywiscie zachodzi (3.25). Niech z € B(z*, p). Wéwczas
z réwnosci Vf(z*) = 0, lematu 3.5.5 dla FF =V f i y = 2* wynika, ze

T@) — o'l = o= — (V7)) V() = o — 2" — (V@) (V) — V()]
(V@) (2 (@) — %) — (V@) — T F)]|
< (V27D IV @) a) — (V1) ~ V)|
By (2
< Do
a wiec
I7() — a7 < D — 7|2 (3.26)
Poniewaz ||z — z*|| < p ,wigc
I7() ~ 2% < D) — 2] = eflr — a*|

czyli T jest c-kontrakcja wzgledem x* na B(z*, p). Z twierdzenia 1.8.4 wynika wiec, ze ciag zy
generowany przez iteracje xx.1 = 1'(zx) jest zbiezny do x*. Z nieréwnoéci (3.26) dla = = xy
otrzymujemy
i< B s
len — 27l < -l — 277,

czyli zbieznos¢ jest kwadratowa. m

Przy pewnych mocniejszych zalozeniach mozna uzyska¢ zbieznos¢ metody Newtona bez za-
kladania istnienia minimizera. Zainteresowanych odsylam do [SB87, Twierdzenie 5.3.2].

Uwaga 3.5.7 Niech z* bedzie minimizerem funkcji f, w ktérym hesjan G* jest dodatnio okreslony.

(a) Jedli x jest daleko od rozwigzania x*, to hesjan G nie musi by¢ dodatnio okre$lony
(kierunek Newtona nie musi by¢ kierunkiem spadku).

(b) Jesli nawet hesjan Gy, jest dodatnio okreslony (zgodnie z uwaga 3.1.3 kierunek Newtona jest
wowczas kierunkiem spadku), to nie ma gwarancji spadku funkcji — moze sie zdarzy¢, ze
f(zrs1) > f(xg), gdyz w klasycznej metodzie Newtona nie ma minimalizacji kierunkowej.

Nalezy wobec powyzszego podkresli¢, ze metoda Newtona jest tylko lokalnie zbiezna do
rozwigzania, tzn. zbieznoSc¢ jest zagwarantowana jedynie dla punktu startowego lezacego
dostatecznie blisko minimizera, w ktérym hesjan jest dodatnio okreSlony. Dla innych
punktéw startowych metoda Newtona moze okazac sie rozbiezna, badz zbiezna do punktu
nie bedacego minimizerem (np. do punktu siodtowego).

Przyklad 3.5.8 Zwrécimy uwage na to, ze dobér punktu startowego ma duze znaczenie dla
zbiezno$ci metody Newtona. Zastosujemy ja do minimalizacji funkcji f(x) = zarctanz —
+In (22 + 1), ktérej wykres przedstawiony jest ponizej. Jest to funkcja wypukla, ktérej jedynym
minimizerem jest 2* = 0. Metoda Newtona ma postac

Tpe1 = 2 — (f"(2p)) " f'(21) = 23 — (27 + 1) arctan ay,.
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Dla punktéw startowych zo = 1 i g = 2 otrzymamy wyniki umieszczone w ponizszej tabeli

i 1 2
x1 | —0.57080 —3.5357
o | 0.11686 13.951

r3 | —1.061 x 1073 | —279.35
xy | —1.5239 x 1077 | 1.2202 x 10°

Dla xg = 1 ciag xj jest bardzo szybko zbiezny, poniewaz dla p; = py, = p = 1 mozna przyjac
f =2, v = 0.61 i wobec tego ¢ = 0.6 spelnia zalozenie (3.25), natomiast dla o = 2 i dla
p1 = py = p = 2 mozna przyjac =51y = 0.61 i widzimy, ze stala ¢ = 3 nie spelia zalozenia
(3.25).

Zmodyfikowane metody Newtona

W zmodyfikowanych metodach Newtona kierunek poszukiwan wyznacza sie tak samo jak w klasy-
cznej metodzie Newtona, natomiast nastepnie dokonuje si¢ minimalizacji kierunkowej. Je$li hes-
jan Gy jest dodatnio okreslony, to kierunek poszukiwan jest kierunkiem spadku (patrz uwaga
3.1.3). Zgodnie z twierdzeniem 3.4.2, dla zagwarantowania zbieznoéci do rozwiazania wystarczy,
aby byt speliony warunek (3.7) oraz metoda minimalizacji kierunkowej byta efektywna. Dla
spelnienia pierwszego z tych warunkéw wystarczy na mocy lematu 3.4.1, aby wartoSci wlasne hes-
janu funkcji celu byly ograniczone z dotu i z géry przez pewne dodatnie state, za$ dla spelnienia
drugiego z nich wystarczy, zgodnie z twierdzeniem 3.4.7, zastosowa¢ do minimalizacji kierunk-
owej na przyklad rozszerzong metode Armijo. Natomiast jesli pierwszy z tych warunkéw nie
jest speliony lub jego sprawdzenie jest klopotliwe, mozna zastosowaé nieco inng modyfikacje
metody Newtona. W modyfikacji tej w iteracjach, w ktérych nie jest spelniony warunek (3.7),
kierunek Newtona zastepuje si¢ kierunkiem najszybszego spadku. Wéwezas dla zagwarantowania
zbieznosci wystarczy tylko zastosowac jakakolwiek efektywna metode minimalizacji kierunkowe;.
Zbieznost tak zmodyfikowanej metody Newtona wynika réwniez z twierdzenia 3.4.2.

Metoda Levenberga—Marquardta

Jak zauwazyliSmy w poprzednich ustepach metoda Newtona i jej modyfikacje sa zbiezne do
rozwigzania, jesli punkt x; jest dostatecznie blisko rozwiazania z* i hesjan w punkcie z* jest
dodatnio okre$lony. W przeciwnym wypadku nie mamy gwarancji, ze kierunek poszukiwan
Sk = —G,;l gx jest kierunkiem spadku. Wowezas zamiast hesjanu G, mozna uzy¢ macierzy
Hy, = G} +¢,1 dla odpowiednio dobranego ¢, > 0 tak, aby macierz H; byla dodatnio okre§lona.
Zauwazmy, ze wystarczy, aby e, bylo wieksze niz najmniejsza warto$¢ wlasna macierzy Grp. W
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ten sposéb okresla sie metode Levenberga—Marquardta. W celu zagwarantowania zbieznosci do
rozwigzania nalezy postepowaé podobnie jak opisano to w ustepie 3.5.3.



3.5. METODY MINIMALIZACJI BEZ OGRANICZEN 133

3.5.4 Metody kierunkéw sprzezonych
Ogdlna postac metod kierunkéw sprzezonych

Definicja 3.5.9 Niezerowe wektory sy, ...s, nazywaja sie sprzezone (wzgledem dodatnio okreslonej
macierzy G typu n x n), jesli
siGs; =0 (3.27)

dlai#j,1,7=1,...,n.
Uwaga 3.5.10 Kierunki sprzezone sa wektorami ortogonalnymi w przestrzeni R" z iloczynem
skalarnym (z,y) = 27 Gy.
Cwiczenie 3.5.11 Podaé postaé kierunkéw sprzezonych wzgledem macierzy G = diag(1, 2).

Rozwazmy teraz zadanie minimalizacji funkcji kwadratowej f z dodatnio okreslonym hes-

janem G. Metoda kierunkéw sprzezonych dla tego zadania jest to metoda spadku generujaca
kierunki poszukiwan bedace kierunkami sprzezonymi wzgledem hesjanu G.

Twierdzenie 3.5.12 Metoda kierunkow sprzezonych z doktadng minimalizacjq kierunkowaq za-
stosowana do funkcji kwadratowej f : R" — R 2 dodatnio okreslonym hesjanem G wyznacza
minimum po co najwyzej n iteracjach. Doktadniej
xip1 = argmin{ f(x) : € x; + Lin{sy, ..., 5, } },

1=1,...n

Dowdéd. Poniewaz macierz G jest nieosobliwa, wigc kierunki sprzezone sg liniowo niezalezne
(pokazaé¢ na ¢wiczeniach). Pokazemy teraz przez indukcje wzgledem i, i = 1,....n, ze

giT+15j =0
dla 7 = 1,...,5. Dla ¢ = 1 réwnos¢ ta jest konsekwencjg stosowania dokladnej minimalizacji
kierunkowej. Przypu$émy wiec, ze g/'s; = 0 dla j = 1,..,i — 1. Znowu na mocy stosowania
doktadnej minimalizacji kierunkowej mamy gg;lsi = 0. Ponadto, ze zwigzku
gir1 — gi = G(rip1 — x;) = t:Gsy,
prawdziwego dla funkcji kwadratowej (patrz uwaga 1.5.22), mamy na mocy zalozenia induk-
cyjnego i na mocy réwnosci (3.27)
9ir15; = (9: + t:Gsi)'sj = gi 5, + tis; Gs; = 0
~~ ——
=0 =0

dla j = 1,...,i — 1. Tak wiec g/;s; = 0 dla j = 1,...,i, czyli funkcja f ma w punkcie ;44
zerowe pochodne kierunkowe w ¢ liniowo niezaleznych kierunkach sy, ..., s;. W konsekwencji, dla
dowolnego kierunku d € Lin{sy, ..., s; }

f/(xi-l-l’ d) =0
(pokazac). Oznaczmy
D = x; 1 + Lin{sy, ..., s;}.
Z réwnosci g1 = ) + tkSg, k=1, ...,1, wynika, ze
D = xy + Lin{sy, ..., 8;}
(pokaza¢). Niech h = f |p. OczywiScie funkcja h jest wypukla, gdyz f jest wypukla (hesjan

G jest dodatnio okreSlony). Poniewaz zerowanie sie wszystkich pochodnych kierunkowych jest
warunkiem wystarczajacym istnienia minimum dla funkcji wypuklej, wiec

xip1 = argmin h(x) = argmin{ f(z) : * € x1 + Lin{sy, ..., s;} }.
zeD
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Metoda gradientéw sprzezonych dla kwadratowej funkcji celu

Opiszemy te metode najpierw dla funkcji kwadratowej f z dodatnio okreslonym hesjanem G. W
tym przypadku inicjalizacja nastepuje kierunkiem najszybszego spadku:

S1 = —4g1. (328)

Majac dany kierunek poszukiwan s, otrzymany w k-tym kroku, kolejny kierunek poszukiwan
wyznaczamy zgodnie ze wzorem

Sk41 = —Gk+1 + BpSk, (3-29)
gdzie 5 € R jest dobrane tak, aby kierunek s;. byl sprzezony do sy, ..., sp. Pokazemy pdézniej,
ze tak bedzie je§li przyjac

T
Jk+19k+1
B, = ———. (3.30)
g nggk

Wzory powyzsze opisuja metode gradientéw sprzezonych Fletchera—Reevesa (1964).

Twierdzenie 3.5.13 Metoda Fletchera—Reevesa z doktadng minimalizacjq kierunkowq zastosowana
do funkcji kwadratowej z dodatnio okreslonym hesjanem G generuje kierunki sprzezone wzgledem

st Gs; =0, (3.31)
j=1,..,i—1,i=1,...,n. Ponadto dla i < m = max{i: g; # 0} zachodzq réwnosci
9:9; =0, (3.32)
j=1.,1—1,1
S 9i = —9; 9i (3.33)

Dowdéd. Jesli m = 0, to punkt startowy x; jest rozwigzaniem zadania minimalizacji. Niech
wiec m > 1. Pokazemy réwnoSci wystepujace w twierdzeniu przez indukcje wzgledem 1.

1° dlai = 1 tylko ostatnia réwnoéé wchodzi w gre, ktéra jest oczywista z uwagi na inicjalizacje
kierunkiem najszybszego spadku.

20 Przypuéémy, ze réwnoéci w twierdzeniu zachodzg dla pewnego i < m. Pokazemy, ze
zachodza one réwniez, gdy zastapimy ¢ przez ¢ + 1.

Dla funkcji kwadratowej f zachodzi réwnosé
gir1 — 9i = G(Tip1 — ;)

(patrz uwaga 1.5.22), wiec

Zatem, wobec stosowania dokladnej minimalizacji kierunkowej, mamy
0= gﬁlsi = g;fsi + tisZTGsi,
czyli na mocy zalozenia indukcyjnego

T T
%S 9i 8

T = T

s; Gs;  s; Gs;

t = (3.35)
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Zatem dla j < ¢ mamy na mocy zalozenia indukcyjnego i réwnosci (3.34)

95195 = 9i 9j + tis; Ggy = g} g; — tis] G(s; — B;_1851) =

g;-[gj — tiSzTGSj + tiﬁj_lszTGSj—l = 0.
=0 =0 =0
Natomiast dla 7 = 2 mamy po podobnych przeksztalceniach i po skorzystaniu z réwnoSci
(3.35)
9ir19) = 919 = 9; 9i — tis; Gsi + 1,3,_y5; Gsi =
=0
9i 9i — “Z’Gi s/ Gs; = 0.
Otrzymalismy wiec
97019, =0 (3.36)

dlaj=1,...,1

Dalej mamy na mocy (3.29), (3.34) i wobec stosowania dokladnej minimalizacji kierunkowe;

1
SZHGS]' = gz—i—lGS] + Bysi Gs;j = 7 gg:t,-l(gj = gj+1) + BiSzTGSj -
§N—~—
=0
A + B.sTGs;
 Jit19i+1 T Pisi &S5
j
Zatem dla j = i otrzymamy na mocy (3.30) i (3.35)

1 i
s111Gsi = ngrng-‘rl + gH'lg = s; Gis;
gz’+lgi+1 ' gi Gi

9! i li
Natomiast dla j < i otrzymamy po podobnych przeksztalceniach oraz na mocy (3.36) i
zalozenia indukcyjnego

=0.

1
_;ggjﬂgiﬂ +

1
_9¢T+19j+1 + ﬁiSzTGSj =0.
—— ——

T —_ —
Si1Gsj = y
j

=0 =0
Otrzymalismy wiec
si41Gs;j =0
dlaj=1,..,2
Ponadto, z definicji metody gradientéw sprzezonych i z uwagi na stosowanie dokladnej
minimalizacji kierunkowej, mamy
SiT+1gi+1 = (—gi+1 + 5i5i>Tgi+1 = —gﬁlgm + ﬁzSiTgiH = —gzﬂgiﬂv
=0
czyli
Sz‘T+1gz‘+1 = —giT+1gi+1-
Pokazalismy wiec, ze réwnoSci w twierdzeniu zachodza, gdy zastapic ¢ przez ¢+ 1, co konczy
dowdd indukeyjny.
]

Uwaga 3.5.14 Zauwazmy, ze w przypadku kwadratowej funkcji celu z dodatnio okreslonym
hesjanem doktadna minimalizacja kierunkowa w metodzie gradientéw sprzezonych realizowana
jest przez bezposrednie stosowanie wzoru (3.35).



136ROZDZIAL 3. METODY MINIMALIZACJI ROZNICZKOWALNEJ BEZ OGRANICZEN

Metoda gradientéw sprzezonych dla dowolnej funkcji celu

W przypadku dowolnej funkeji celu bezposrednie stosowanie wzoréw (3.28)-(3.30) nie daje gwarancji
otrzymania kierunku spadku. Trudno bytoby réwniez stosowaé doktadng minimalizacje kierunk-
owa. W tej sytuacji stosuje sie rézne modyfikacje metody Fletchera—Reevesa. Najbardziej
popularnym podejéciem jest zastapienie wzoru (3.30) wzorem

T
B, = — Tl (3.37)
9k Sk

(ktéry z uwagi na réwnoséé (3.33) jest dla funkcji kwadratowej réwnowazny wzorowi (3.30))
oraz zastapienie doktadnej minimalizacji kierunkowej - przyblizong - z kryterium zatrzymania
Wolfe’a—Powella (poréwnaj warunek (3.6):

q(t) < q(0) + mtq'(0)

Mamy wéwczas
T T T _
Jki15k41 = —Gp19k+1 + BrGri1Sk =
T
k115K

_gg+19k+1 + 91?+19k+1 : — T s < (m— 1)gg+19k+1 <0,
N

_ ' (tg)
——4'(0) sm

czyli kierunek sp.; jest kierunkiem spadku w punkcie xp,;. Dla zagwarantowania zbieznosci
metode te stosuje sie z tzw. cieplym restartem: co n iteracji powtarzamy opisang wyzej metode
gradientéw sprzezonych dla punktu startowego bedacego ostatnio otrzymanym przyblizeniem.
Innymi stowy, mozemy powiedzie¢, ze w metodzie gradientéw sprzezonych modyfikujemy iteracje
o numerach kn+1dla k = 1,2, ..., zastepujac wyznaczany tam kierunek kierunkiem najszybszego
spadku, czyli

Skn+1 = —Gkn+1

Woéwczas zbieznosc tej zmodyfikowanej metody wynika z uwagi 3.4.3.
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3.5.5 Metody quasi-Newtona

Wady metod Newtona:

e konieczno$¢ wyznaczania hesjanu Gy w kazdym kroku

e konieczno$¢ wyznaczania odwrotnosci hesjanu (Gy)™! w kazdym kroku ("n? operacji)

brak gwarancji dodatniej okreSlonoSci hesjanu Gy, dla podstawowej metody Newtona

brak gwarancji monotonicznosci (f(xr+1) < f(zx)) dla podstawowej metody Newtona

lokalna zbiezno$¢

Metody quasi-Newtona réznig sie od metod Newtona tym, ze zamiast odwrotnosci hesjanu
(G1)7! bierzemy w nich pewne przyblizenie tej odwrotnoéci Hy. Przy konstrukcji macierzy Hy
korzystamy z informacji o wartosciach funkcji i gradientach uzyskanych w poprzednich iteracjach.
Nie korzystamy natomiast z pochodnych czastkowych rzedu drugiego.

Schemat iteracyjny metod quasi-Newtona

Krok 0 (inicjalizacja). Wybra¢ punkt startowy z; € R” i dowolna macierz H; dodatnio
okreslona typu n X n, potozy¢ k = 1.

Krok 1 (kierunek poszukiwan). Wyznaczy¢ kierunek poszukiwan zgodnie ze wzorem

s = —Hygg.

Krok 2 (minimalizacja kierunkowa). Wyznaczy¢ t;, > 0 metoda minimalizacji kierunkowe;
i kolejne przyblizenie x;,; zgodnie ze wzorem

Tl = Tk + tkSk.
Krok 3 (aktualizacja macierzy Hy). Wyznaczy¢ kolejng macierz Hy, 1 zgodnie ze wzorem
Hyy1 = h(Hy)

dla pewnego odwzorowania h.
Krok 4. Polozy¢ k := k + 1 i przejs¢ do kroku 1.

Uwaga 3.5.15 Wydaje sie rozsadne postawienie metodom quasi-Newtona nastepujacych wyma-
gan:

e aktualizacja macierzy Hj zachowuje dodatnig okreslonosc,
e zaktualizowana macierz Hy,; powinna "lepiej” przyblizat (G},)~! anizeli Hy,
e zaktualizowana macierz Hj ., powinna "niewiele” rézni¢ si¢ od Hy,

e metoda powinna szybko zbiega¢ do rozwigzania w przypadku kwadratowej funkcji celu.

Oznaczmy
dr, = Tp1 — T,

Yk = 9k+1 — Gk-
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7 rozwiniecia Taylora dla gradientu w otoczeniu punktu z; mamy
Vi = Grdi + o([|di]]).
Opuszczajac skladnik o(||dk||) otrzymamy
Vi & Grdy,

czyli hesjan G, przeksztalca w przyblizeniu przyrost argumentu dj w przyrost gradientu -,.
Jesli macierz symetryczng Hj; okreSlimy teraz tak, aby

Hy17y, = di, (3.38)

to kolejny kierunek sxi 1 = —Hj119r11 mozemy interpretowaé jako kierunek taki jak w podsta-
wowe]j metodzie Newtona, w ktorej hesjan w punkcie z;,; zostal zastapiony hesjanem w punkcie
rp. Zatem w tym sensie macierz Hy,; jest "bliska” odwrotnosci hesjanu (Gy)~!. Réwnose
(3.38) nosi nazwe warunku quasi-Newtona. Dowolna macierz spehiajaca ten warunek jest wiec
rozwigzaniem uktadu n réwnan z $n(n + 1) niewiadomymi (macierz Hy. 1 ma by¢ symetryczna).
Oczywiscie takich rozwigzan jest wiele. Zauwazmy jednak, ze w ostatniej iteracji otrzymal-
iSmy informacje o zachowaniu si¢ rzedu drugiego funkcji celu w ustalonym kierunku: przyrost
gradientu v, = gr+1 — gr odpowiadajacy przyrostowi argumentu dy = x4 — . Poniewaz
zaktualizowana macierz Hy, 1 ma coraz lepiej odzwierciedla¢ zachowanie rzedu drugiego funkcji
celu (ma w pewnym sensie przybliza¢ odwrotno$¢ jej hesjanu) na podstawie biezacej macierzy
Hy i dodatkowo uzyskanej informacji w punkcie zy,1 (gradient gi.1), wiec rozsadnym wydaje
sie zadanie, aby Hj 1 réznita sie od Hj o macierz niskiego rzedu.

Cwiczenie 3.5.16 Pokazac, ze macierz A typu n X n jest macierza
a) rzedu pierwszego wtedy i tylko wtedy, gdy
A=wT

dla pewnych niezerowych wektoréow u,v € R”,
b) symetryczng rzedu pierwszego wtedy i tylko wtedy, gdy
A = auu”

dla pewnego niezerowego (liniowo niezaleznego) wektora u € R"™ i pewnej stalej o # 0,
¢) symetryczna rzedu drugiego wtedy i tylko wtedy, gdy

A = auu® + BovT
dla pewnych liniowo niezaleznych wektoréw u,v € R™ i niezerowych statych o i (.

Definicja 3.5.17 Moéwimy, ze macierz HT jest (symetryczng) aktualizacjg rzedu pierwszego
(drugiego) macierzy H, je§li H' rézni sie od macierzy H o (symetryczna) macierz rzedu pier-
wszego (drugiego)

Uwaga 3.5.18 Symetryczna aktualizacja rzedu pierwszego ma postac
H" = H + auu”,
gdzie u jest wektorem niezerowym, za$ symetryczna aktualizacja rzedu drugiego ma postac
H™ = H + cuu” + povT,

gdzie u, v sa wektorami liniowo niezaleznymi.
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Dla uproszczenia zapisu oznaczaé bedziemy d = dy,, v = vy, H = Hpy 1 HY = Hpyq.

Twierdzenie 3.5.19 Symetryczna aktualizacja rzedu pierwszego zachowujgea warunek quasi-

Newtona ma postac

1 T

Uwaga 3.5.20 Aktualizacja dana wzorem (3.39) posiada nastepujace wlasnoSci

e spehia warunek quasi-Newtona (wynika to z powyzszego twierdzenia)

e jesli kolejne kierunki poszukiwan dy, ..., d,, sa liniowo niezalezne, to metoda quasi-Newtona
z poprawka rzedu pierwszego dana wzorem (3.39) zastosowana do kwadratowej funkcji

celu z dodatnio okreSlonym hesjanem G osiaga rozwiagzanie po co najwyzej n iteracjach i
Hn+1 - G_l.

Niestety, aktualizacja rzedu pierwszego nie zachowuje dodatniej okreslonosci.

Metoda Davidona—Fletchera—Powella (DFP)

Poniewaz istnieje dokladnie jedna symetryczna aktualizacja rzedu pierwszego zachowujaca warunek
quasi-Newtona, a nie zachowuje ona dodatniej okreslonosci, wiec do naszych dalszych rozwazan
dopuécimy symetryczne aktualizacje rzedu drugiego. Jedna z nich jest tzw. aktualizacja Davidona—
Fletchera—Powella (DFP) dana wzorem

1 1

Hppp=H+ ——dd" —

i T Hyy"H (3.40)

Metoda quasi-Newtona z aktualizacjag DFP nazywa sie metodq DFP.

Uwaga 3.5.21 Stosujac w metodzie DFP minimalizacje kierunkowsa z kryterium zatrzymania
Wolfe’a mamy zagwarantowane spetnienie warunku

d'y > 0.
Istotnie:
A"y =ts"(g" —g) =t(s"g" —s"g) =t(d'(t) — ¢(0)) >
t(m'q'(0) — ¢'(0)) = t(m’ — 1)¢'(0) > 0.
0 <0
<

Jedli ponadto H jest dodatnio okreélona, to oczywiscie v/ Hy > 0 i formuta DFP jest dobrze
okreslona.

Uwaga 3.5.22 Metoda DFP ma nastepujace wlasnosci:

e spelia warunek quasi-Newtona (pokaza¢ na ¢wiczeniach),

e zastosowana do funkcji kwadratowej z dodatnio okreslonym hesjanem G z dokladng mini-
malizacja kierunkowa wyznacza sprzezone kierunki poszukiwan (a w przypadku Hy = I —
gradienty sprzezone); w konsekwencji wyznacza rozwiazanie po co najwyzej n iteracjach,
przy czym Hy = G,

o jesli dTy > 0 (na przyktad przy stosowaniu w minimalizacji kierunkowej kryterium za-
trzymania Wolfe’a), to metoda DFP zachowuje dodatnig okreSlono$§¢ macierzy Hy (bedzie
pokazane) w konsekwencji s, = — Hjgy jest kierunkiem spadku,
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e aktualizacja wymaga jedynie ~3n? operacji (w przeciwienstwie do odwracania hesjanu,
ktére wymaga “n® operacji),

e zastosowana do funkcji §cisle wypuklych z dokladna minimalizacja kierunkowa metoda
DEFP jest zbiezna globalnie,

e zbiezno$¢ do rozwigzania jest szybsza niz liniowa.

Twierdzenie 3.5.23 Jesli d'y > 0, to formuta DFP zachowuje dodatnig okreslonosé macierzy
H.

Dowdéd. Zalézmy, ze macierz H jest dodatnio okreslona. Niech H = LL” bedzie rozkladem
Cholesky’ego macierzy H (ktéry istnieje na mocy dodatniej okreslonoéci). Oznaczajac a = LT's,
b = LT~ mamy na mocy nieréwnoéci Schwarza

sTHYs =
1 1
(LTS)TLTS + WSTd(STd)T — ([/T’Y)—TLT’}/(LTS)TLT’Y(LT’}/)TLTS =
T1\2 T 7\2 T, 1T T 1\2
r  (a'b)?  (s'd) s aa-b'b  (s'd)
N R o
(s"a)?
i > 0.

Ponadto przynajmniej jedna z powyzszych nieréwnoSci jest ostra. Jesli bowiem pierwsza z nich
jest réwnoécia, to a i b sa liniowo zalezne: b = aa. Wéwezas oczywiScie v = as (a # 0, bo w
przeciwnym wypadku d7y = 0) i
sTd = lfde # 0.
!
]

Metoda Broydena—Fletchera—Goldfarba—Shanno (BFGS)

Inng aktualizacja symetryczng rzedu drugiego jest tzw. aktualizacja Broydena—Fletchera—Goldfarba—
Shanno (BFGS) dana wzorem

TH 1

1
Hipas=H+ (1+ P m — m(dvTH + H~d"). (3.41)

Metoda quasi-Newtona z aktualizacja BFGS nazywa sie¢ metodq BFGS.

Uwaga 3.5.24 Metoda BFGS ma te same wtasnosci co metoda DFP. Ponadto istnieje nastepu-

jacy zwiagzek miedzy obydwiema metodami: Jesli zamienimy rolami d i 7, to formuta BFGS staje
si¢ formutg DFP dla (H*)™!, tzn.

TH-1y 1
Hi o) '=H 'y 27 T
( DFP) ( ,de v

oraz formuta DFP staje si¢ formutg BFGS dla (H)™!, tzn.

1
(Hipes) " =H '+ —1"

1
 — __H4d"H.
a7 T TH 1



